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1 Einleitung 

In Zeiten, in denen soziale Netzwerke stetig weiterwachsen und rasant an Mitgliedern 

gewinnen, entstehen auch mehr Inhalte, als vor Jahrzehnten vorstellbar gewesen 

wären. Dadurch, dass ein Großteil der Gesellschaft Anteil an solchen sozialen 

Netzwerken nimmt und über deren Kommunikationswege auch diskutiert und 

Informationen austauscht, ist es zunehmend relevanter geworden, einen sicheren 

Rahmen für diesen Austausch zu bieten. Dabei ist vor allem die sogenannte 

hassgeladene Sprache (engl.: Hate-Speech) ein großes Problem. Dadurch, dass sich 

die NutzerInnen meist ohne personengebundene Verifikation1 registrieren, können 

sie sich von ihren Aussagen im Internet distanzieren und die Verantwortung über die 

Inhalte abgeben. Dies führt dazu, dass einige NutzerInnen Inhalte verbreiten, welche 

nicht nur eines normalen Austausches abträglich sind, sondern sogar persönlich 

angreifend oder rechtswidrig sein können. Seit 2017 ist jedes soziale Netzwerk mit 

mehr als 2 Millionen NutzerInnen verpflichtet, auf manuelle Meldungen zu 

hassgeladener Sprache einzugehen und diese zu überprüfen (Gesetz zur 

Verbesserung der Rechtsdurchsetzung in sozialen Netzwerken 

(Netzwerkdurchsetzungsgesetz – NetzDG). Bundesministerium für Justiz, 2017).  

Um einen gesitteten Austausch gewährleisten zu können, werden Verfahren 

eingesetzt, um hassgeladene Aussagen automatisch zu erkennen. Diese Methoden 

bedienen sich Klassifikationsmethoden aus dem Bereich des Text Mining, welches 

diverse Methoden beinhaltet, um Informationen aus Texten zu extrahieren. Ein Teil 

davon sind die sogenannten Klassifikationsmethoden, welche durch Ensemble-

Methoden noch verbessert werden können. Sie werden in diversen 

Forschungsfeldern des maschinellen Lernens eingesetzt und erzielen durchweg 

positive Ergebnisse (Dong et al., 2020, S. 251) (Tasci, 2020, S. 30416). In der 

vorliegenden Arbeit werden Ensemble-Methoden an einer Shared Task angewendet 

und dabei die GermEval2019 betrachtet, da diese sich mit deutschsprachigen, 

hassgeladenen Texten beschäftigt. Um die Forschung an deutschsprachigen Texten 

zur Erkennung hassgeladener Sprache voranzutreiben, wurden besonders gut 

aufbereitete Datensätze bereitgestellt. Diese wurden von diversen Teams bearbeitet, 

wobei im Folgenden explizit auf die Top 3 Systeme2 eingegangen wird. Die Systeme 

 
1 Pflicht zur Verwendung des Klarnamens, anhand von zum Beispiel des Personalausweises 
2 Evaluiert nach F1-Maß 
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unterscheiden sich voneinander sehr stark, erbringen jedoch eine ähnlich gute 

Performanz. 

Daraus ergibt sich die Fragestellung der vorliegenden Arbeit: „Inwiefern können die 

Ergebnisse der GermEval2019 mit Ensemble-Methoden verbessert werden?“. 

Insbesondere wird die Andersartigkeit der Base Learner in ihrer Funktionsweise 

betrachtet, um zu erkennen, ob diese eine Verbesserung der Performanz mit 

Ensemble-Methoden ermöglicht. Weiterhin werden verschiedene Mengen an 

Ensembles verglichen, um zu erkennen, welchen Einfluss weniger gut evaluierte 

Systeme auf ein Ensemble haben können. 

Dazu werden im nächsten Abschnitt die Grundbegriffe der Klassifikation erläutert. Es 

wird explizit auf die Vorverarbeitungsschritte und die Unterschiede in den möglichen 

Base Learnern eingegangen, um die Andersartigkeit der Systeme zu verstehen. In 

Kapitel 3 Ensemble-Learning wird auf verschiedene Ensemble-Methoden 

eingegangen, das Grundkonzept derer erklärt und erläutert, unter welchen 

Bedingungen diese einsetzbar sind. In Kapitel 4 GermEval 2019 wird auf die drei 

besten Systeme der GermEval2019 eingegangen. Ziel dabei ist es, die Unterschiede 

in den Systemen aufzuzeigen. In Kapitel 5 Die Praktische Anwendung von Ensemble-

Methoden werden gewählte Ensembleansätze an den Ergebnissen der 

GermEval2019 durchgeführt und ausgewertet, mit besonderem Bezug auf den 

Einfluss, den die Systeme auf die Leistung des Ensembles haben. Abschließend wird 

ein Fazit über die Ergebnisse der Arbeit getroffen. 
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2 Die Klassifikation von Tweets 

In diesem Kapitel werden die Grundbegriffe des maschinellen Lernens geklärt, um 

die Klassifikation von Tweets zu erläutern. Dabei wird zuerst die Vorverarbeitung der 

zu betrachtenden Texte betrachtet, gefolgt von Methoden, wie Wissen aus den 

Texten extrahiert werden kann und einer Beschreibung von grundlegenden 

Klassifikationsmethoden, sowie letztendlich Evaluationsmethoden, mit welchen 

gewährleistet werden soll, dass die erhaltenen Ergebnisse auch eine ausreichende 

Qualität aufweisen. Dabei ist das Ziel, den Weg aufzuzeigen, den ein Tweet in einem 

automatischen System durchläuft, um eine automatisch zugewiesene Klasse zu 

erhalten. 

 

2.1 Natürliche Sprachverarbeitung 

Bei der natürlichen Sprachverarbeitung (engl.: Natural Language Processing, NLP) 

handelt es sich um den Sammelbegriff für alle Methoden und Ansätze, welche 

verwendet werden, um Informationen aus natürlicher Sprache zu erhalten. Dazu 

zählen zum Beispiel Klassifikationsprobleme, Clustering3 oder Sentiment Analyse4. 

Eine Methode bezeichnet dabei die grundlegende Technik, welche zum Einsatz 

kommt. Ein System ist dann die Methode, welche implementiert wurde und 

funktionsfähig auf Daten ausgeführt wird, dazu zählen auch Vorverarbeitung wie 

Normalisierung, Stemming und Feature Selection5. Bei der Ausführung von Systemen 

entsteht eine Menge von bestimmten Modellen, welche die implementierten 

Methoden darstellen. Die Methode ist somit die theoretische Funktionsweise, und das 

berechnete Modell enthält die spezifischen Faktoren und Variablen, welche zur 

Entscheidungsfindung des Systems führen. Damit ist ein System reproduzierbar in 

seiner Ausführung, solange die gleichen Vorverarbeitungsschritte unternommen 

werden und das genutzte Modell abgespeichert und erneut in dieser Form verwendet 

wird. Das ist notwendig, um die Ergebnisse genau zu reproduzieren, da die meisten 

Methoden des maschinellen Lernens zufallsbasierte Entscheidungen treffen und sich 

 
3 Das Finden von zusammengehörigen Mustern in Daten. 
4 Das Herausfinden von Meinungen zu bestimmten Themen in Dokumenten, z.B. Meinung 
über politische Themen in Tweets. 
5 Siehe Abschnitt 2.3 Vorverarbeitung und Feature-Anreicherung. 



4 
 

dadurch Unterschiede zwischen verschiedenen Ausführungen eines Systems 

ergeben können. Diese Unterschiede fallen in den meisten Fällen jedoch gering aus.  

Methoden der natürlichen Sprachverarbeitung können in unterschiedlich granularer 

Ausführung vorkommen. Angelehnt an das Opinion Mining, ist zu unterteilen in 

Dokumenten-Level, Satz-Level und Aspekt-Level (Balaji et al., 2018, S. 62). Bei dem 

Dokumenten-Level werden die vollständigen Dokumente betrachtet, also zum 

Beispiel ein Tweet auf Twitter oder ein Beitrag in einem Online-Forum.  Bei dem Satz-

Level werden einzelne Sätze untersucht. Bei dem Aspekt-Level werden einzelne 

Bestandteile von Sätzen betrachtet, dabei  kann es sich um Teilsätze (wie Haupt- 

oder Nebensätze) oder auch um N-Gramme handeln. N-Gramme sind Zeichenketten, 

beziehungsweise Tokens, welche einzelne Zeichen enthalten. Meistens werden N-

Gramme der Länge 1 bis 5 genutzt (Balaji et al., 2018, S. 62). 

 

2.2 Dokumente, Tokens, Features 

Damit Texte automatisch verarbeitet werden können, sind diverse Schritte nötig, um 

diese in die nötige Form zu bringen und maschinell lesbar zu machen. Im Folgenden 

wird beschrieben, welchen Weg ein Text durchläuft, um in einer maschinell lesbaren 

Form für automatisierte Methoden verwendbar zu sein. 

 
Dokument, Korpus 

Jegliche zu betrachtenden Texte werden im Kontext des maschinellen Lernens als 

Dokumente bezeichnet. Damit wird explizit ausgesagt, dass die Texte einzelne 

abgeschlossene Entitäten sind, welche unter anderem durch Metainformationen 

beschrieben werden können. Die Menge aller Dokumente wird Korpus genannt. 

Diese Dokumente können dann zum Beispiel einzelne Tweets sein, welche 

Metainformationen unter anderem zu der Zeit und dem Datum des Verfassens, dem 

Autor und der Anzahl der Retweets, besitzen. Dabei ist zu beachten, dass ein 

Dokument jegliche denkbare Form annehmen kann und stets im Kontext zu definieren 

ist. Es kann zum Beispiel ein Tweet-Korpus aus Dokumenten betrachtet werden, in 

dem jedes Dokument die Menge aller Tweets einer Person ist. 
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Tokens 

Die Dokumente beinhalten eine Menge aus verschiedenen Wörtern und 

Sonderzeichen. Um diese genauer betrachten zu können, werden sie als einzelne 

Entitäten betrachtet, welche sich Tokens nennen. Tokens werden auch als Terme 

bezeichnet und können eine beliebige Länge haben. Üblicherweise werden Tokens 

erzeugt, indem Dokumente anhand von Trennzeichen getrennt werden. Als 

trennende Zeichen werden zum Beispiel solche verwendet, die keine Buchstaben 

oder Zahlen sind, in den meisten Fällen sind es jedoch Leerzeichen und Satzzeichen. 

Damit soll erreicht werden, dass Tokens einzelne Wörter sind. (Manning et al., 2009, 

S. 22). 

 
Features 

Um zusätzliche Informationen wie Metadaten vermerken zu können, werden Features 

verwendet. Grundsätzlich kann jedes Dokument auf verschiedene Arten repräsentiert 

werden und weitere relevante Informationen zu diesem existieren. Diese zusätzlichen 

Informationen werden als Features bezeichnet. Dabei werden meistens die Tokens 

der Dokumente als erstes erfasst, um an diesen weitere Betrachtungen anzustellen. 

Weitere denkbare Features können zum Beispiel berechnete Werte zur Relevanz der 

Tokens6, Wortarten der Tokens (wie Substantiv und Zeitformen), Metainformationen 

der Erfassung (Autor, Datum, Zahl der Retweets) und jegliche denkbare Information, 

welche über das Dokument erhalten werden, sein. Zu Deutsch werden Features als 

Merkmale übersetzt, im Folgenden wird jedoch der englische Begriff verwendet, da 

dieser in der Fachliteratur geläufiger ist. 

 
Feature-Auswahl 

Um die Ergebnisse der Betrachtungen am Korpus zu verbessern, ist die Auswahl der 

zu betrachtenden Features von äußert hoher Relevanz, dabei wird von der Feature-

Auswahl (engl.: Feature Selection) gesprochen. Der Begriff bezeichnet dabei eine 

Reduktion oder Erweiterung der Menge an zu betrachtenden Features, welche in den 

Daten zugänglich sind. Das hat unter anderem den Vorteil, dass sich die 

Rechenkomplexität verringern kann, wenn weniger Features verwendet werden. 

Durch eine sogenannte Feature-Reduktion kann auch die Performanz enorm 

verbessern werden. Somit gibt es signifikante Unterschiede zwischen einem System, 

 
6 Siehe Abschnitt 2.3 Vorverarbeitung und Feature-Anreicherung. 
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welches eine sehr durchdachte Feature-Auswahl vorgenommen hat und einem, bei 

dem alle verfügbaren Daten verwendet wurden. (Manning et al., 2009, S. 271) 

Ein Aspekt ist dabei die Quantität der Features. So können zum Beispiel mehrere 

Methoden verwendet werden, um die beste Menge an zu betrachtenden Features 

auszuwählen7. Bei der Feature-Auswahl ist wichtig zu beachten, dass eine Erhöhung 

der Anzahl der Features nicht unweigerlich die Performanz der Methoden verbessert. 

So würde eine zu hohe Anzahl an Features bei zu wenigen Dokumenten 

Überanpassung hervorrufen (Jain & Chandrasekaran, 1996, S. 851–852). Diese 

entsteht, wenn die entstehenden Algorithmen zu sehr an den Datensatz, mit welchem 

sie trainiert wurden,  angepasst sind, sodass sie für einen spezifischen Datensatz 

gute Ergebnisse liefern, jedoch bei unbekannten Datensätzen schlechtere 

Ergebnisse erbringen. Überanpassung kann ebenso durch zu schlechte Daten 

vorkommen. So können Features, welche nur für sehr wenige Datensätze vorhanden 

sind, einen höheren Einfluss auf die Ergebnisse der Systeme ausüben, als sie 

inhaltlich haben sollten. (Manning et al., 2009, S. 271) 

Die erhaltenen Tokens und Features werden nun verwendet, um daran automatisierte 

Betrachtungen zu tätigen, dazu wird im nächsten Kapitel beschrieben, welche Schritte 

nötig sind. 

 

2.3 Vorverarbeitung und Feature-Anreicherung 

In Abschnitt 2.2 wurde beschrieben, wie Tokens aus Dokumenten extrahiert werden, 

jedoch sind diese in vielen verschiedenen Variationen und Ausprägungen vorhanden, 

sodass sie vereinfacht werden müssen. Damit die Tokens gleich geformt sind und 

beispielsweise fehlerhafte Rechtschreibung nicht die Ergebnisse der ML-Methoden 

verfälscht, müssen bestimmte Vorverarbeitungsschritte getan werden. Des Weiteren 

können auch Features umgeformt und neue Erkenntnisse aus diesen extrahiert 

werden. Zwei Beispiele dafür sind das Produkt aus Termhäufigkeit und inverser 

Dokumentenhäufigkeit und die Worteinbettung, diese werden folgend erklärt. 

  

 
7 Weiteres dazu in: Chandrashekar & Sahin (2014), A survey on feature selection methods. 
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Normalisierung 

Meistens wird mit Normalisierung begonnen, bei welcher Tokens, mit gleichem Inhalt, 

jedoch anderer Schreibweise, äquivalent gemacht werden, indem man sich auf eine 

Rechtschreibung festgelegt. Darunter fallen beispielsweise Abkürzungen (z.B. à zum 

Beispiel). Des Weiteren werden Sonderzeichen entfernt, die Groß- und 

Kleinschreibung korrigiert und nicht gewünschten Zeichen wie Emojis und Wörter mit 

Apostrophen, normalisiert. 

 
Stoppwörter 

Sehr relevant ist auch die Entfernung von Stoppwörtern, bei welchen es sich um 

Wörter, die keine Relevanz für den Inhalt des Dokumentes haben, handelt. Darunter 

zählen beispielsweise Artikel und Satzverbindungswörter. Diese Wörter werden 

entfernt, da sie sonst die Ergebnisse der Betrachtungen am Dokument sehr stark 

verrauschen würden. Das begründet sich dadurch, dass die inhaltsstarken Tokens in 

relativer Häufigkeit weniger häufig vorkommen. 

 
Grundformreduktion 

Zudem können die Tokens auf Ihre Grundformen reduziert werden. Bei der 

Grundformreduktion (engl.: Stemming, Lemmatization) werden die einzelnen Wörter 

in ihrer grammatikalischen Form, auf die Grundformen zurückgeführt. Damit können 

die Wortinhalte abseits von der grammatikalischen Verwendung im Satz, als 

äquivalent erkannt werden. (Manning et al., 2009, S. 32) 

 
Termhäufigkeit und inverse Dokumentenhäufigkeit 

Um weitere Betrachtungen an den normalisierten und reduzierten Tokens 

vorzunehmen, gibt es diverse statistische Ansätze. Ein häufig verwendetes Maß im 

Information Retrieval sind die Termhäufigkeit und die inverse Dokumentenhäufigkeit. 

Die Termhäufigkeit (engl.: term frequency, tf) bezeichnet die absolute Anzahl, wie oft 

ein Term in einem Dokument vorkommt. Dieser Wert ist nicht geeignet, um die 

Relevanz eines Begriffes im Dokument zu bestimmen, da auch irrelevante Wörter 

eine hohe Termhäufigkeit haben können, wenn sie beispielsweise in jedem einzelnen 

Dokument sehr häufig vorkommen. Um dieses Problem zu behandeln, wird die 

inverse Dokumentenhäufigkeit verwendet, dabei bezeichnet die 

Dokumentenhäufigkeit df die Anzahl der Dokumente, in welchen der Term vorkommt. 
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Dieser Wert wird invertiert, indem der natürliche Logarithmus vom Quotienten der 

Anzahl aller Dokumente N, geteilt durch die Dokumentenhäufigkeit des Termes df 

gerechnet wird. (Manning et al., 2009, S. 117–119) 

𝑖𝑑𝑓𝑡 = 𝑙𝑜𝑔
𝑁

𝑑𝑓𝑡
 

𝑤𝑜𝑏𝑒𝑖 𝑡 = 𝑇𝑒𝑟𝑚, 𝑑 = 𝐷𝑜𝑘𝑢𝑚𝑒𝑛𝑡, 𝑑𝑓 = 𝐷𝑜𝑘𝑢𝑚𝑒𝑛𝑡𝑒𝑛ℎä𝑢𝑓𝑖𝑔𝑘𝑒𝑖𝑡, 

 𝑖𝑑𝑓 = 𝑖𝑛𝑣𝑒𝑟𝑠𝑒 𝐷𝑜𝑘𝑢𝑚𝑒𝑛𝑡𝑒𝑛ℎä𝑢𝑓𝑖𝑔𝑘𝑒𝑖𝑡 (Manning et al. , 2009, S.  118) 

Wenn die beiden Werte nun kombiniert werden, wird ein Relevanzwert (auch Gewicht 

genannt) erzeugt, welcher Aussage über die Relevanz des Tokens, sowohl im 

Dokument an sich als auch in der Menge aller Dokumente, trifft. Dazu werden die tf 

und die invertierte df miteinander multipliziert. 

tf-idf𝑡,𝑑 = 𝑡𝑓𝑡,𝑑 ∗ 𝑖𝑑𝑓𝑡 (Manning et al. , 2009, S.  119) 

Dieser Wert wird als TF-IDF bezeichnet und wird für simple Betrachtungen oder auch 

Retrieval-Zwecke, für eine große Anzahl an Tokens berechnet und als Feature 

angehängt. Die entstehende TF-IDF Matrix beinhaltet somit für jedes Dokument einen 

gewichteten Wert für jedes betrachtete Token, welche Aussage über die Relevanz 

des Tokens in diesem Dokument gibt. 

 
Vektorraummodell 

Die vorhandenen n Features zu einem Token können sich als n Dimensionen in einem 

Vektorraum gedacht werden. Wenn man sich bei der Betrachtung eines Terms, als 

eine Dimension die Termhäufigkeit und in der anderen Dimension die 

Dokumentenhäufigkeit vorstellt, entsteht ein 2-dimensionales Modell, bei welchem in 

einer Achse numerisch die Termhäufigkeit und in der anderen Achse die 

Dokumentenhäufigkeit verzeichnet ist. Durch dieses Beispiel ist zu erkennen, dass 

sich damit besondere neue Betrachtungsweisen ergeben können, wie beispielsweise 

der Abstand verschiedener Tokens voneinander. Dieses Vektorraummodell bildet die 

Grundlage, für eine sehr große Menge an Methoden im Text Mining (Manning et al., 

2009, S. 120). Diese zu betrachtenden Abstände im Vektorraum können unter 

anderem genutzt werden, um Ähnlichkeiten zwischen Dokumenten zu erkennen. 

Wenn zum Beispiel bei zwei gedachten Dokumenten die Features sehr ähnlich 

ausfallen, kann daraus geschlossen werden, dass sich diese auch inhaltlich ähneln. 
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Wortanreicherung 
Ein wichtiger Anwendungsfall für das Vektorraummodell ist die Wortanreicherung. 

Ziel ist es bei dieser, ein theoretisches Verständnis davon, was einzelne Tokens 

inhaltlich bedeuten sollen, zu erlangen. Da jedoch kein aktuelles System 

vernunftbegabt ist, müssen diese Wortbedeutungen erst erkannt werden und 

anschließend an diese angefügt werden. Dabei wird von Wortanreicherung (engl.: 

Word Embedding) gesprochen. 

Es gibt verschiedene Methoden, um solche Wortbedeutungen zu erkennen, 

signifikant ist dabei aktuell die Verwendung des Vektorraummodells. Besonders gute 

Ergebnisse lassen sich damit bereits seit einigen Jahren erzielen, so ist mit dem 

Neural Network Language Model (NNLM) von den Autoren Mikolov, Chen und 

weiteren, bereits eine Genauigkeit von 64,5 % erreicht worden. Dabei wurde ein 

NNLM geschaffen, welches 8869 semantische und 10675 syntaktische 

Fragestellungen beantworten konnte (Mikolov et al., 2013, S. 8). Bei einer aktuell 

häufig genutzten Methode, dem Continuous Bag of Words, handelt es sich um eine 

Weiterentwicklung des bereits 2007 von den Autoren Mikolov und Chen vorgestellten 

Verfahrens, welches sich eines NNLM bedient. Dabei hinzugenommen wird ein 

Klassifikator, welcher beim Lernen des neuronalen Netzwerkes noch unbekannte und 

vier bereits bekannte Wörter verwendet, um eine korrekte Klassifizierung als Fitness-

Faktor für den zu lernenden Aspekt zu verwenden. Damit wird erreicht, dass die 

Methode nicht die Wörter einzeln betrachtet, um einen Wort-Vektor zu bestimmen, 

sondern auch den Kontext des Wortes als maßgeblichen Faktor mit verwendet. 

(Mikolov et al., 2013, S. 4–5) 

Anzumerken ist, dass alle erläuterten Vorverarbeitungsschritte in verschiedenen 

Ausprägungen zum Einsatz kommen können. So kann es für die gewollte 

Untersuchung am Korpus relevant sein, die ursprüngliche grammatikalische Form zu 

merken und das Wort erst im Folgenden zu reduzieren. Auch kann eine Behandlung 

von Emojis im Text auf verschiedene Weisen erfolgen, so könnten alternative 

Bezeichnungen für diese als Tokens erfasst und zusätzlich noch ein neues Feature 

erzeugt werden, welche Information über die Anzahl an Emojis im Text gibt. 
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2.4 Maschinelles Lernen 

Methoden des maschinellen Lernens sind die, welche verwendet werden, um 

automatisiert verschiedene Aufgaben wie Klassifikation und Clustering vorzunehmen. 

Sie benötigen im Fall der auf Text agierenden Methoden vorverarbeitete Texte, so 

wie sie in den Kapiteln 2.2 und 2.3 erläutert wurden. Maschinelles Lernen kann 

grundsätzlich in zwei Bereiche eingeteilt werden, dem überwachten Lernen und nicht 

überwachten Lernen, welche im folgenden Abschnitt erläutert werden. Dabei wird 

zuerst eine Definition zum Begriff gegeben, gefolgt von häufig verwendeten 

Methoden, welche für das weitere Verständnis der Arbeit vorausgesetzt werden. 

Anschließend wird beschrieben, welche Probleme zu beachten sind, wenn die 

Methoden jeweils angewandt werden.  

 
Überwachtes Lernen 
Um ein Problem des maschinellen Lernens zu lösen, wie zum Beispiel die 

Klassifikation von Dokumenten in verschiedene (disjunkte) Mengen, werden 

verschiedene Verfahren, mit verschiedenen Voraussetzungen zur Anwendung, 

eingesetzt. Die grundlegendste Art der Voraussetzung für maschinelle Lernverfahren 

ist, ob bereits zum Erstellen des Modells Daten benötigt werden, woran es trainiert 

wird. Ein Modell wird dabei auf einer Datenmenge trainiert, um danach eigenständig 

Vorhersagen treffen zu können, welche es aus der Datenmenge gelernt hat. 

Klassifikationsprobleme bedienen sich Methoden des überwachten Lernens, da die 

Klassen, welche erkannt werden sollen, vorher bereits bekannt sind und das 

Verfahren diese bekannten Klassen ebenfalls erkennen soll. Das funktioniert nur, 

wenn das Verfahren vorher erlernt, was die verschiedenen Klassen in der 

Ausprägung ihrer Features unterscheidet. Dazu werden die Daten in Teildatensätze 

unterteilt. So wird ein Datensatz benötigt, um die Modelle daran zu trainieren und ein 

Datensatz, an welchem evaluiert wird, wie gut die Ergebnisse des eingesetzten 

Modells sind. Anhand dieses Testdatensatzes kann das Modell auch mitunter 

selbstständig seine Ergebnisse optimieren, zum Beispiel durch Rastersuche. Der 

Datensatz muss dabei mit den korrekten Klassen annotiert werden, dazu wird 

menschliche Arbeit benötigt. Grundsätzlich sind mehr Daten zum Trainieren besser 

als weniger Daten. 
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Probleme im Einsatz von Methoden des Überwachten Lernens 

Wenn die Annotationen im Trainings- und Testdatensatz jedoch keine genügende 

Qualität aufweisen und beispielsweise Fehler erhalten, kann es zu Problemen beim 

Trainieren der Modelle kommen. 

So stellt es zum Beispiel ein Problem dar, wenn die zuzuweisenden Klassen nicht 

gleichmäßig verteilt sind. Wenn ein System eine Klasse, welche nur sehr selten in 

den Trainingsdaten vorkommt, erkennen soll, können nicht die richtigen Merkmale 

zur Erkennung der Klasse erlernt werden und die Ergebnisse sind signifikant 

schlechter, als wenn die Klassen gleichmäßiger verteilt wären. (Dong et al., 2019) 

Des Weiteren ist es problematisch, wenn die Trainingsdaten nicht korrekt annotiert 

sind. Da mitunter sehr viele Daten einzeln geprüft und so korrekt wie möglich annotiert 

werden sollen, müssen sie mitunter in Teildatensätze aufgeteilt werden, um sie von 

mehreren Personen annotieren zu lassen. Um diese einzelnen Zuweisungen dann zu 

einer einheitlichen Zuweisung zusammenfügen zu können, werden statistische Mittel 

verwendet, wie zum Beispiel Krippendorfs Alpha Maß (Krippendorff, 1970, S. 64). 

Zuerst sollte jedoch betrachtet werden, wie gleichartig die Zuweisungen der 

„Annotatoren“8 sind. Wenn diese zu weit voneinander abweichen, sollten weitere 

Schritte eingeleitet werden, wie beispielsweise eine Präzisierung der Definition der 

Klassen für die Annotatoren. Ein Vergleichsmaß zur Gleichartigkeit von Annotatoren 

ist zum Beispiel Cohens Kappa Maß (Cohen, 1960, S. 46). 

Das Annotieren von Datensätzen wird mitunter auch von Externen vorgenommen, 

dies kann ratsam sein, wenn die Datenmenge zu groß ist, um sie von den 

Informationsspezialisten, welche die Klassifikation vornehmen, selbst anfertigen zu 

lassen (Warner & Hirschberg, 2012, S. 21–22). Dabei muss jedoch darauf geachtet 

werden, dass die zuzuweisenden Klassen verständlich sind und dem Annotatoren 

klar ist, welche Dokumente diese annotieren sollen. So wie in fachspezifischen 

Domänen, wie dem Gesundheitswesen, ist es oftmals notwendig, dass 

Fachspezialisten die Daten annotieren. Dennoch können diesen Spezialisten Fehler 

unterlaufen. So können zwischen Spezialisten äquivalente Falschzuweisungen der 

Klassen vorkommen, jedoch sind diese sehr viel seltener als bei nicht Fachkundigen 

(Rother et al., 2021, S. 2). Zugleich ist zu beachten, dass falsche Annotation auch 

meist mit einer sehr großen Selbstsicherheit der Annotation einhergehen. Wenn 

Personen sich unsicher in ihrer Annotation waren, haben sie demnach mehr Zeit 

 
8 Personen, die die Annotation (Auszeichnung mit Labels) vornehmen 
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benötigt (Rother et al., 2021, S. 20). Die Klassenzuweisungen, welche von Externen 

erbracht werden, müssen jedoch nicht zwangsweise signifikant schlechter sein als 

die von Experten. So werden in Bereichen, in welchen nicht spezifisches Fachwissen 

benötigt wird, auch sehr gute Annotationen erzielt, wie von den Autoren Cocos und 

Quian anhand medizinischer Daten, eine Übereinstimmung von 93,49 % zwischen 

dem Goldstandard-Datensatz der Experten und den Annotationen aus 

Crowdsourcing-Quelle erreicht wurde. (Cocos et al., 2017, S. 89) 

Ein weiteres Problem im Einsatz von überwachten Lernmethoden ist die 

Überanpassung. Sie beschreibt das Problem, wenn die Systeme zu intensiv auf die 

Daten trainiert sind, somit können gute Ergebnisse eines Systems verschlechtert 

werden, wenn die von den Methoden betrachteten Aspekte der Daten zu spezifisch 

beleuchtet werden. Es werden also auch Aspekte mit einbezogen, die für die 

Entscheidungsfindung nicht relevant sind, wodurch korrekte Entscheidungen nicht 

mehr eindeutig getroffen werden können (Witten et al., 2011, S. 32–33). 

Weiterhin stellt auch die Vollständigkeit der Daten ein Qualitätskriterium dar, so 

könnten fehlende Daten an bestimmten Stellen als Informationsträchtig bewertet 

werden. Im Gegenteil dazu könnten sie jedoch nur durch die Art der Erfassung der 

Daten nicht vorhanden sein. Um diese fehlenden Daten zu behandeln, gibt es vier 

mögliche Ansätze. Zum einen kann der Datensatz bereinigt werden, indem alle 

Daten, welche fehlende Werte an den zu betrachtenden Stellen haben, entfernt 

werden oder die Werte der Daten an den dementsprechenden Stellen approximiert 

werden. Weiterhin auch möglich sind: statistische Methoden oder andere Methoden 

des ML, die fehlenden Werte gesondert aufgrund von Erwartungswerten berechnen, 

oder indem der Klassifikationsalgorithmus an sich darauf ausgelegt wird, fehlende 

Werte als solche zu behandeln. (García-Laencina et al., 2010, S. 264)   

In Abbildung 1 sind die einzelnen Lösungsansätze eingeordnet, inklusive Methoden, 

welche sich dieser Ansätze bedienen. Weitere Informationen zum Vergleich der 

Effizienz der Ansätze und Methoden sind zu entnehmen aus: (García-Laencina et 

al., 2010), Pattern classification with missing data: a review.  
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Abbildung 1: Methoden zum Umgang mit fehlenden Werten (García-Laencina et al., 2010, S. 264) 

 
Nicht überwachtes Lernen 
Abseits vom überwachten Lernen, bei welchem Daten zum Trainieren der Systeme 

benötigt werden, gibt es maschinelle Lernmethoden, bei denen dies nicht der Fall ist. 

Es werden also keine zusätzlichen, korrekten Informationen9 über die Daten benötigt, 

um die Betrachtungen anzustellen. Im Folgenden wird der Begriff des nicht 

überwachten Lernens definiert, die Unterschiede zum überwachten Lernen erläutert 

und ein kurzer Überblick über relevante Methoden gegeben. 

Bestimmte Methoden des maschinellen Lernens haben nicht als Ziel, Ergebnisse 

vorherzusagen oder Klassen in Datensätzen zu erkennen, sondern vorhandene 

Daten zu analysieren und Zusammenhänge darin zu finden, welche von Menschen 

nicht einfach zu erkennen waren. Darunter zählt zum Beispiel die Clusterung von 

Daten. Dabei werden Daten automatisiert analysiert und die Methoden zielen darauf 

ab, Klassen zu erhalten, nach welchen sich die Daten unterscheiden lassen. 

Methoden des nicht überwachten Lernens werden sehr explorativ genutzt, um neue 

Zusammenhänge in Daten zu finden, welche vorher nicht bekannt waren, oder durch 

menschliche Arbeit nicht einfach zu finden gewesen wären. 

 
9 Wie zum Beispiel Annotationen mit korrekten Zuweisungen, anhand deren das System 
trainiert wird 
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Da im Abschnitt 2.4 die Grundlagen des maschinellen Lernens geklärt wurden, kann 

im nächsten Abschnitt spezifisch auf Klassifikationsmethoden eingegangen werden. 

 

2.5 Base Learner-Klassifikationsmethoden 

Im folgenden Abschnitt werden ausgewählte Base Learner-Klassifikationsmethoden 

erläutert. Dabei wird zuerst der Base Learner-Begriff definiert und erläutert, was das 

Ziel von Klassifikationsmethoden sind. Anschließend werden bestimmte 

Klassifikationsmethoden vorgestellt, welche für das Verständnis der Arbeit nötig sind.  

Base Learner sind Methoden, welche grundlegende Lernmethoden ausführen, zu 

Deutsch übersetzt, als Basis Lernmethoden. Diese werden verwendet, wenn noch 

weitere Operationen beim Lernen mit oder an den Methoden durchgeführt werden 

sollen. Dabei können die Base Learner zum Beispiel mit Ensemble-Methoden vereint 

und somit verbessert werden. Insofern ein System mehrere Methoden verwendet und 

diese durch verschiedene denkbare Methoden kombiniert und verbessert, wird dieses 

nicht mehr als Base Learner angesehen. Besonders bei Klassifikationsproblemen 

werden oftmals verschiedene Base Learner kombiniert, um die Ergebnisse des 

Systems zu verbessern10. Grundsätzlich kann bei Klassifikationsproblemen zwischen 

binärer Klassifikation und Multilabel-Klassifikation unterschieden werden. Bei binärer 

Klassifikation gibt es zwei Klassen, welche zugewiesen werden sollen, beispielsweise 

„hassgeladen“ und „nicht hassgeladen“. Dabei ist wichtig, dass diese Klassen keine 

überschneidenden Beispiele haben dürfen, es sind nur gegensätzliche Klassen damit 

zu identifizieren. Für eine feiner-granulare Klassifikation wird Multilabel-Klassifikation 

verwendet, dabei sind diverse Klassenzuweisungen möglich. Jedoch sollte auch hier 

darauf geachtet werden, dass die Klassen sich nicht inhaltlich überschneiden. Im 

Folgenden werden Klassifikationsmethoden erläutert, welche die Grundlage für 

diverse Ensemble-Learning Methoden sind und in der GermEval2019 von den drei 

besten Systemen verwendet wurden. 

 
 
  

 
10 Weiteres dazu in Kapitel 3 Ensemble-Learning. 
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Lineare Regression 

Die Lineare Regression ist eine sehr simple Methode, welche sich der Statistik 

bedient. Dabei wird das Modell durch einen linearen Ausdruck beschrieben, wobei 

die einzelnen Teilterme die Parameter des Algorithmus darstellen. Das bedeutet, 

dass die betrachteten numerischen Features als Variablen in der linearen Funktion 

verwendet werden und die Variablen mittels veränderlichen Koeffizienten so 

gewichtet werden, dass eine Funktion gebildet wird. Dabei werden die Koeffizienten 

so gewählt, dass die Nähe der Funktion zu den gegebenen Werten des 

Trainingsdatensatzes, möglichst gering sind. Somit werden nur numerische Werte 

und nicht Klassen vorhergesehen. (Witten et al., 2011, S. 124–125) Lineare 

Regression kann auch zur Klassifikation verwendet werden, dazu muss die Methode 

jedoch angepasst werden. Es wird für jede Klasse, die erkannt werden soll, ein 

eigener Term bestimmt, sodass die Terme jeweils zur Erkennung von einer Klasse 

optimiert werden können. Dabei ist das Ergebnis der Terme so zu betrachten, dass 

ein Wert zwischen null und eins resultieren sollte, wobei null für eine 

Nichtzugehörigkeit zu der Klasse gewertet wird und eins als Zugehörigkeit zur Klasse. 

Folgend werden bei den betrachteten Dokumenten alle Klassenvorhersage-Terme 

angewandt und die Klasse zugewiesen, bei welcher der Erkennungsgrad am 

höchsten ist. (Witten et al., 2011, S. 125) 

 
Logistische Regression 

Eine Weiterentwicklung der linearen Regression ist die logistische Regression, 

welche dem Problem vorbeugt, dass die Ergebnisse der einzelnen Terme nicht 

zwingend auf einen Wertebereich im Intervall von null bis eins fallen. Dabei wird der 

Term, welcher die Klassenzugehörigkeiten berechnet, mit dem natürlichen 

Logarithmus angepasst. Resultat ist ein Wert, welcher zwar theoretisch kein oberes 

oder unteres Limit hat, aber normalisiert auf einen bestimmten Wertebereich ist und 

somit einheitlicher zu verwenden ist11 .  

 
 
  

 
11 Genauere Erläuterungen sind zu entnehmen aus: Witten et al. (2011, S. 126–127). 
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In Abbildung 2 wird ein exemplarisches Beispiel für einen Entscheidungsbaum 

gezeigt, welcher in diesem Fall das Herkunftsland eines Weines bestimmen soll. Als 

Maßstab zur Bestimmung, welche Features in welchem Knoten betrachtet werden 

sollen, wird in diesem Fall der Informationsgewinn verwendet. Dieser findet auch bei 

diversen anderen Varianten der Entscheidungsbäume Anwendung. Es sind jedoch 

auch andere Maßstäbe denkbar13. Der Informationsgewinn bezieht sich auf die 

Entropie der übrig gebliebenen Dokumente, welche aussagt, wie stark 

unausgeglichen die einzelnen Dokumente in der resultierenden Menge ist. Somit ist 

es erstrebenswert, die Entropie immer möglichst stark zu verringern. Bei jedem neuen 

Entscheidungsknoten sollten somit möglichst homogene Gruppen entstehen. 

 
 
Support Vector Machines 

Eine weitere erprobte und beliebte Methode zum Klassifizieren bilden die Support 

Vector Machines, welche das erste Mal 1992 für Klassifikationen postuliert wurden. 

Dabei waren bereits die grundlegenden Funktionsweisen definiert und festgelegt. 

Besonderer Vorteil gegenüber älteren Methoden ist dabei, dass die von der Methode 

verwendeten Funktionen allgemeingültiger waren und dem Problem der 

Überanpassung nicht beachtlich ausgesetzt waren (Boser et al., 1992, S. 144).  

Die SVM's bedienen sich dem Konzept des Vektorraummodells, wobei die 

betrachteten Elemente als einzelne Elemente in diesem Raum betrachtet werden. Es 

wird versucht, eine trennende Hyperplane zwischen die verschiedenen Klassen der 

Trainingsdaten zu erzeugen, sodass beispielsweise oberhalb der Hyperplane alle 

Elemente mit Klasse A und unterhalb der Hyperplane alle Elemente mit Klasse B 

liegen. Dabei zeichnen sich die SVM‘s von vorhergehenden Ansätzen dadurch ab, 

dass diese Hyperplane eine maximale Distanz von allen anliegenden Elementen im 

Vektorraum haben soll. Dadurch wird gewährleistet, dass das entstehende 

Klassifikationsmodell möglichst allgemeingültig ist und nicht der Überanpassung 

ausgesetzt wird. (Cristianini & Ricci, 2008, S. 929) 

 
13 Für weitere Erläuterungen zum Informationsgewinn, siehe: Moret (1982, S. 611), Decision 
Trees and Diagrams. 
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Abbildung 3: Funktionsweise Support Vector Machines (Cristianini & Ricci, 2008, S. 930) 

 

Da die Elemente mitunter nicht linear durch eine Hyperplane getrennt werden können, 

kann es vorkommen, dass die Werte erst in einem höher dimensionalen Raum 

betrachtet werden müssen, wie in Abbildung 3 zu sehen ist. Dabei werden von der 

Darstellung a zu der Darstellung b Kernel Methoden angewandt, um die Elemente in 

einem höherdimensionalen Kontext erneut mit linearen Methoden trennen zu können. 

Es gibt diverse Kernel Methoden, welche sich je nach Einsatzgebiet in ihren Stärken 

und Schwächen unterscheiden14.  

 
BERT 

BERT steht für Bidirektionale Encoder Repräsentationen von Transformern (Devlin et 

al., 2018, S. 7). Transformer-Modelle basieren auf neuronalen Netzwerken, 

gegenüber anderen gängigen Methoden haben die Transformer den enormen Vorteil, 

dass sie parallelisiert berechenbar sind (Vaswani et al., 2017, S. 2). Damit kann durch 

die steigende Anzahl der Kerne in modernen Computern ein sehr großer 

Leistungsvorteil erzielt werden, im Vergleich zu Methoden, welche iterativ ausgeführt, 

bzw. trainiert werden müssen.  

Ein wichtiger Bestandteil der Transformer-Modelle ist die Self-Attention. Dabei wird 

zu jedem zu betrachtenden Token, eine Beziehung zu weiteren Umständen, wie zum 

Beispiel die Abfrage (engl.: Query) der Aufgabe und Schlüssel-Wert Paare, 

geschaffen. Dem Token wird nun ein Vektor zugeordnet, welcher als gewichtete 

Summe der einzelnen Werte berechnet wird. (Vaswani et al., 2017, S. 3) Die Vektoren 

 
14 Weitere Ausführungen zu Kernel Methoden sind zu finden in: Hofmann et al. (2008), Kernel 
methods in machine learning. 
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werden genutzt, um Tokens mit Kontext anzureichern, insbesondere welches 

Verhältnis sie zu anderen Tokens im Text haben. Ein Beispiel dafür wäre, dass somit 

Artikel erkannt werden, weil dem System antrainiert wird, dass Artikel meistens vor 

Substantiven stehen (Alammar, 2023). Diese Wortbedeutung ist ähnlich zu der 

Wortanreicherung zu verstehen. 

Bei BERT werden nun grundlegend die gleichen Strukturen des ursprünglichen 

Transformer-Modells verwendet, welches von Vaswani u.a. vorgestellt wurde. Dabei 

werden jedoch nicht wie in vorherigen Systemen üblich, zum Beispiel OpenAi GPT15, 

nur von links nach rechts beeinflussbare Transformer-Tokens verwendet, sondern in 

beide Richtungen beeinflussbare. Das bedeutet, dass die einzelnen Tokens 

bidirektional funktionieren, daher auch der Name BERT. (Devlin et al., 2018, S. 9) 

2.6 Evaluationsmethoden 

Um die Ergebnisse der vorher beschriebenen Methoden miteinander vergleichen zu 

können und die Performanz zu beurteilen, wird sich in der Praxis verschiedener 

Evaluationsmethoden bedient. Im Rahmen der Arbeit werden Accuracy, Precision, 

Recall und F1-Maß verwendet, da diese als einzige Evaluationsmaße bei der zu 

betrachtenden Unteraufgabe der GermEval2019 verwendet wurden. 

 
Accuracy 

Die Accuracy bezeichnet die Genauigkeit der erzielten Klassifikationsergebnisse. 

Dabei gilt es, die Falsch- und Wahrzuweisungen zu betrachten. Diese werden wie 

folgt bezeichnet: 

  Wahre Werte 

  Positiv Negativ 

Vorhergesagte 

Werte 

Positiv True Positive False Positive 

Negativ False Negative True Negative 

 

 

 
15 Verweis auf:  Improving Language Understanding by Generative Pre-Training,  Alec Radford 
& Karthik Narasimhan (2018) 
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Die Accuracy berechnet sich mittels der absoluten Anzahl der Falsch- oder 

Wahrzuweisungen im System wie folgt: 

𝑎𝑐𝑐𝑢𝑟𝑎𝑐𝑦 =
𝑇𝑟𝑢𝑒 𝑃𝑜𝑠𝑖𝑡𝑖𝑣𝑒 + 𝑇𝑟𝑢𝑒 𝑁𝑒𝑔𝑎𝑡𝑖𝑣𝑒

𝑇𝑟𝑢𝑒 𝑃𝑜𝑠𝑖𝑡𝑖𝑣𝑒 + 𝑇𝑟𝑢𝑒 𝑁𝑒𝑔𝑎𝑡𝑖𝑣𝑒 + 𝐹𝑎𝑙𝑠𝑒 𝑃𝑜𝑠𝑖𝑡𝑖𝑣𝑒 + 𝐹𝑎𝑙𝑠𝑒 𝑁𝑒𝑔𝑎𝑡𝑖𝑣𝑒

=  
𝐾𝑜𝑟𝑟𝑒𝑘𝑡𝑒 𝐾𝑙𝑎𝑠𝑠𝑒𝑛𝑧𝑢𝑤𝑒𝑖𝑠𝑢𝑛𝑔𝑒𝑛

𝐴𝑙𝑙𝑒 𝐾𝑙𝑎𝑠𝑠𝑒𝑛𝑧𝑢𝑤𝑒𝑖𝑠𝑢𝑛𝑔𝑒𝑛
 

(Manning et al. , 2009, S.  155) 

Somit bezeichnet die Accuracy, wie viele Klassen korrekt erkannt wurden. 

 
Precision und Recall 

Die Precision gibt an, wie viele Werte korrekt als eine Klasse erkannt wurden. 

Berechnet wird sie wie folgt: 

𝑝𝑟𝑒𝑐𝑖𝑠𝑖𝑜𝑛 =  
𝑇𝑟𝑢𝑒 𝑃𝑜𝑠𝑖𝑡𝑖𝑣𝑒

𝑇𝑟𝑢𝑒 𝑃𝑜𝑠𝑖𝑡𝑖𝑣𝑒 + 𝐹𝑎𝑙𝑠𝑒 𝑃𝑜𝑠𝑖𝑡𝑖𝑣𝑒

=  
𝐾𝑜𝑟𝑟𝑒𝑘𝑡 𝑘𝑙𝑎𝑠𝑠𝑖𝑓𝑖𝑧𝑖𝑒𝑟𝑡𝑒 𝐷𝑎𝑡𝑒𝑛𝑠ä𝑡𝑧𝑒 𝑑𝑒𝑟 𝐾𝑙𝑎𝑠𝑠𝑒

𝑎𝑙𝑙𝑒 𝑎𝑙𝑠 𝑑𝑖𝑒𝑠𝑒 𝐾𝑙𝑎𝑠𝑠𝑒 𝑣𝑜𝑟ℎ𝑒𝑟𝑔𝑒𝑠𝑎𝑔𝑡𝑒𝑛 𝐷𝑎𝑡𝑒𝑛𝑠ä𝑡𝑧𝑒
 (Manning et al. , 2009, S.  155) 

Somit ist die Precision dafür aussagekräftig, wie präzise die Ergebnisse für eine 

Klasse sind. Es wird evaluiert, wie viele der erhaltenen Klassen korrekt erkannt 

wurden, im Vergleich zu allen vorhergesagten Zuweisungen zu dieser Klasse.  

Im Gegensatz dazu steht der Recall, welcher angibt, wie viele Klassen korrekt erkannt 

wurden, in Bezug darauf, wie viele zu dieser Klasse gehören würden. Somit ist der 

Recall zu berechnen durch: 

𝑅 =  
𝑇𝑟𝑢𝑒 𝑃𝑜𝑠𝑖𝑡𝑖𝑣𝑒

𝑇𝑟𝑢𝑒 𝑃𝑜𝑠𝑖𝑡𝑖𝑣𝑒 + 𝐹𝑎𝑙𝑠𝑒 𝑁𝑒𝑔𝑎𝑡𝑖𝑣𝑒

=
𝐾𝑜𝑟𝑟𝑒𝑘𝑡𝑒 𝑘𝑙𝑎𝑠𝑠𝑖𝑓𝑖𝑧𝑖𝑒𝑟𝑡𝑒 𝐷𝑎𝑡𝑒𝑛𝑠ä𝑡𝑧𝑒 𝑑𝑒𝑟 𝐾𝑙𝑎𝑠𝑠𝑒

𝑎𝑙𝑙𝑒 𝑤𝑎ℎ𝑟𝑒𝑛 𝐷𝑎𝑡𝑒𝑛𝑠ä𝑡𝑧𝑒 𝑑𝑖𝑒𝑠𝑒𝑟 𝐾𝑙𝑎𝑠𝑠𝑒
 (Manning et al. , 2009, S.  155) 

 
F1-Maß 

Da die Werte der Precision und des Recalls zwar aussagekräftig sind, jedoch beide 

in einem System möglichst hoch sein sollten, gibt es weitere Maße, um allgemeine 

Aussagen über die Performanz anhand eines Wertes treffen zu können. Dazu gehört 

das F1-Maß, welches das harmonische Mittel aus Precision und Recall ist.  
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Definiert ist es durch: 

𝐹1 =  
2 ∗ 𝑃𝑟𝑒𝑐𝑖𝑠𝑖𝑜𝑛 ∗ 𝑅𝑒𝑐𝑎𝑙𝑙

𝑃𝑟𝑒𝑐𝑖𝑠𝑖𝑜𝑛 + 𝑅𝑒𝑐𝑎𝑙𝑙
 (Manning et al. , 2009, S.  156) 

Das F1-Maß ist ein sehr häufig genutztes Evaluationsmaß und wurde ebenfalls in der 

zu betrachtenden GermEval2019 Unteraufgabe als primäres Evaluationsmaß 

verwendet. Da diese Maße sich jedoch alle nur auf die Evaluation bezüglich einer 

Klasse beziehen, werden in der Praxis häufig die Werte kombiniert, um eine Aussage 

über die Klassifikationsperformanz von mehreren Klassen gleichzeitig treffen zu 

können. Dafür kann entweder jede Klassifikation zu gleichen Anteilen gewichtet 

werden, was als Micro-Average bezeichnet wird, oder die Ergebnisse werden je nach 

Häufigkeit der Klasse gewichtet, dann wird dies Macro-Average genannt.  

Die vorgestellten Evaluationsmaße können auch genutzt werden, um die Methoden 

noch während des Ausführens zu evaluieren und verbessern. Eine Methode, die sich 

Evaluationsmaßen bedient, um die Performanz der zu betrachtenden 

Klassifikationsmethoden zu verbessern, ist die Rastersuche. Im Englischen auch als 

Grid Search bezeichnet, ist die Rastersuche ein Verfahren, um die Hyperparameter 

der zu verwendenden Methoden, automatisch zu optimieren. Dabei können 

verschiedene Ansätze verwendet werden, um die optimalen Parameter festzustellen. 

Eine simple Variante wäre zufälliges Probieren, aber auch komplexere Methoden wie 

Deep Learning Methoden können verwendet werden. Relevant ist, dass die zu 

erprobenden Parameter evaluiert werden müssen, um die Hyperparameter zu 

optimieren. (Bergstra et al., 2011) Somit ist gezeigt, dass die Evaluationsmaße eine 

enorm relevante Rolle im maschinellen Lernen einnehmen und nicht nur für den 

Vergleich fertiger Systeme verwendet werden. 

 

2.7 Zusammenfassung Kapitel 2 

In Kapitel 2 wurden diverse grundlegende Begriffe geklärt, einzelne 

Vorverarbeitungsschritte erläutert, gefolgt von Ausführungen zur Relevanz der 

Feature-Auswahl und der Feature-Anreicherung. Des Weiteren wurden gängige 

Klassifikationsmethoden erklärt. Insgesamt wurden die nötigen Methoden und 

Evaluationsmaße beleuchtet, welche auch von den Top 3 Systemen der 

GermEval2019 verwendet wurden. Damit kann die Funktionsweise derer 

nachvollzogen und die Andersartigkeit der Systeme verstanden werden. 
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3 Ensemble-Learning 

Im folgenden Kapitel werden Ensemble-Methoden zuerst allgemein erklärt, gefolgt 

von einer Einteilung in verschiedene Arten von Ensemble-Learning. Dabei werden zu 

den einzelnen Arten jeweils die Funktionsweise beschrieben, wie sich diese von den 

anderen Arten unterscheiden und für welche Anwendungszwecke sich die jeweiligen 

Methoden eignen. Ein Fokus wird auf die Methoden gesetzt, welche im Rahmen 

dieser Arbeit genutzt werden oder von den Systemen der GermEval2019 verwendet 

wurden. 

Bei Ensemble-Learning werden mehrere einzelne Lernmethoden verwendet, um das 

gleiche Problem zu lösen. Diese werden Base Learner genannt. Im Vergleich zum 

Verwenden von einzelnen Learner für die zu lösenden Probleme, können somit 

verschiedene Methoden kombiniert werden, um die einzelnen Schwächen derer 

auszugleichen und die Performanz zu verbessern (Zhou, 2012, S. 15).  

Hervorzuhebende Stärken sind dabei der Umgang mit Daten, welche sehr komplexe 

Strukturen aufweisen, äußerst unausgewogene Klassenverteilungen haben, eine 

hohe Dimensionalität aufweisen oder stark verrauscht sind (Dong et al., 2020, 

S. 241). Um eine einzelne Vorhersage zu treffen, werden diese einzelnen 

Lernmethoden durch verschiedene Methoden kombiniert. Die verschiedenen Arten 

Base Learner zu kombinieren, werden in den folgenden Abschnitten erklärt. Dabei ist 

zu bemerken, dass nicht nur einfache Lernansätze Base Learner sein können, 

sondern auch Ensembles aus anderen Ensemble-Verfahren erstellt werden 

können. Dies ist zum Beispiel der Fall, wenn Random Forests, Teil eines Stacking 

Ensembles sind, wie bei dem in Abschnitt 4.3.2 beschriebenen System TuWien2019. 

Grundlegend können jedoch nicht nur die Anzahl der Base Learner und der Ansatz, 

diese zu kombinieren, variiert werden, sondern auch die Daten und Features an sich. 

So ist es gängig, das Datenset in Teilmengen zu unterteilen und einzelne Base 

Learner auf verschiedenen Teilmengen zu trainieren. Dies kann anhand der Menge 

der Features geschehen, wenn eine hohe Anzahl an Features vorhanden ist, welche 

bei einem Einzelsystem zu Überanpassung führen würde, zum Beispiel in der 

Bioinformatik im Bereich der Microarray Daten (Zhang et al., 2021, S. 1). Weiterhin 

sind hochdimensionalen Daten im Bereich der Bioinformatik  sehr stark verrauscht, 

was durch die Methode zur Erfassung dieser bedingt ist (Alharthi et al., 2021, S. 1). 

Mit einer hohen Dimensionalität wird mitunter dadurch umgegangen, indem nicht als 

relevant erkannte Features, aus den Daten entfernt werden. Jedoch ist dies nicht 

immer optimal, da auch Features, welche nicht sofort erkennbar einen Mehrwert für 
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die Klassifikation haben, relevant für diese sein können. Ebenso in anderen 

Forschungsbereichen, in welchen mit Instrumenten physische Daten erfasst werden, 

können hohes Rauschen und eine hohe Dimensionalität hinderlich für die Performanz 

sein. 

Um diese Problematik zu behandeln, können die Features in einzelne Untermengen 

unterteilt werden. Das bietet sich in besonderem Maße an, wenn nicht nur eine sehr 

hohe Anzahl an Features vorhanden ist, sondern auch, wenn die Anzahl der Daten 

an sich gering ist. Somit können verschiedene Base Learner auf den einzelnen 

Untermengen der Features, mit einer eher geringen Anzahl an Daten, dennoch gute 

Ergebnisse erzielen und durch das Anwenden der Ensemble-Methoden eine Aussage 

über eine Klassifizierung im kompletten Feature-Raum treffen (Zhang et al., 2021, 

S. 3). 

 

3.1 Ensemble Bagging 

Ensemble Bagging orientiert sich am sogenannten „Teilen-und-Herrschen-

Verfahren“, ein Problem in kleinere Teile zu unterteilen, bis diese simpel genug sind, 

um zufriedenstellend gelöst werden zu können und anschließend die Ergebnisse 

wieder zusammen zu führen. Dabei wird ein Base Learner auf einem Datensatz, 

welche in Teilmengen unterteilt wird, angewandt, um für jede dieser Teilmengen den 

bestmöglichen Klassifikator aufstellen zu können (Breiman, 1996, S. 123). 

Dabei steht der Name Bagging für Boostrap Aggregation, welches das Vorgehen 

beschreibt, zuerst mit Boostrap Sampling eine Menge an N neuen Datensätzen zu 

erheben und Aggregation, welches das Zusammenfügen der auf den Untermengen 

trainierten Klassifikatoren bezeichnet. Bootstrap Sampling erzeugt jedoch nicht 

disjunkte Untermengen, sondern Mengen einer theoretisch beliebigen Größe, welche 

die gleichen Elemente mehrfach beinhalten können. Dabei werden aus der Menge 

der einzelnen Elemente aus dem Ursprungsdatensatz, jeweils zufällige Elemente in 

den zu erzeugenden neuen Datensatz übernommen. Es ist zu beachten, dass die 

Elemente nicht aus der ursprünglichen Menge entfernt, sondern nur kopiert werden, 

diese können demnach in anderen abgeleiteten Mengen erneut vorkommen.  (Zhou, 

2012, S. 48) Dies geht beliebig oft vonstatten. Die entstehende Menge, 

beziehungsweise die entstehenden N Mengen sind dabei mit steigender Kardinalität 

immer repräsentativer für die ursprüngliche Menge. Bei hoher Dimensionalität der 

Features verschlechtert sich jedoch die Performanz des Algorithmus, sodass die 
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Repräsentativität nicht mehr gewährleistet werden kann (Noureddine El Karoui & 

Elizabeth Purdom, 2018, S. 27). 

 

Abbildung 4: Bagging Ensemble Funktionsweise (Patel, 2019) 

 

Folgend werden an den einzelnen erzeugten N Datensätzen die Base Learner 

angewandt. Üblicherweise wird dabei ein einzelner Klassifikationsalgorithmus 

verwendet, welcher für jeden der N Datensätze einzeln trainiert wird. Ein großer 

Vorteil ist dabei, dass die Base Learner parallel trainiert werden können und die 

Rechenzeit auf modernen Systemen stark verringert wird. Letztendlich werden die 

einzelnen Ergebnisse der Base Learner zusammengefügt. Dazu wird meistens 

entweder eine Mehrheitsabstimmung verwendet16, oder statistische Mittelwerte, 

insofern die verwendete Klassifikationsmethode numerische Ergebnisse liefert. Der 

Ablauf des Erzeugens des Bootstrap Samples, des Klassifizierens mit den Base 

Learnern und des Aggregierens mit der Aggregationsmethode ist in Abbildung 4 zu 

sehen.   

Der Ensemble-Ansatz hat vor allem den Vorteil, dass nicht korrekt erkannte Klassen 

in einzelnen Systemen, nicht unbedingt Einfluss auf das Endergebnis der 

Klassifikation haben. Die Varianz der Base Learner wird durch das Bagging stark 

reduziert, was bedeutet, dass besonders Klassifikationsmethoden, welche eher 

instabile Ergebnisse liefern (also eine hoher Varianz haben), stark vom Bagging 

profitieren. Jedoch bleibt die Fehlerrate ein Problem, da sie sich, wenn mehr parallele 

Base Learner verwendet werden, einem berechenbaren konstanten Wert annähert. 

(Zhou, 2012, S. 53–57)   

 
16 Siehe Abschnitt 3.3. 
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Des Weiteren verbessert sich die Resistenz gegen Rauschen und bringt im Vergleich 

zum Boosting Ensemble und zur einfachen Verwendung von Base Learnern eine 

gesteigerte Rauschresistenz. (Dietterich, 2000, S. 146–147) 

 
Random Forest 
Ein relevantes Beispiel für angewandte Bagging Methoden ist Random Forest, wobei 

einzelne Entscheidungsbäume an den N Datensätzen trainiert werden, um eine 

Klassifikation zu erzeugen. Zusätzlich werden jeweils nur Teilmengen des Feature-

Raumes verwendet, was zur Folge hat, dass die Datensätze der einzelnen 

Entscheidungsbäume unabhängig voneinander sind (Breiman, 2001, S. 10). Die 

Features, welche in den einzelnen Entscheidungsbäumen verwendet werden, sind 

dabei zufällig. Dadurch ist der Einfluss, den zum Beispiel schwache, nicht 

aussagekräftige Features auf die Klassifikation haben können, verringert (Breiman, 

2001, S. 22–23). 

 

3.2 Ensemble Boosting 

Beim Ensemble Boosting werden die Base Learner nicht parallel trainiert, sondern 

nacheinander. Dabei wird grundlegend wiederholt mit den gleichen Daten trainiert, 

um die Performanz durch Anpassung der Gewichtung des Datensatzes zu 

verbessern. Somit wird die Performanz der Base Learner, dem Namen zufolge, 

geboostet, also angehoben. Der Grundansatz ist dabei, den Base-Learnern 

abgewandelte Datensätze zum Trainieren zu geben, welche Schwierigkeiten, die 

vorherige Base Learner nicht gut Lösen konnten, besonders herausstellen. Durch den 

Fokus auf Schwierigkeiten im Datensatz, werden diese insbesondere beachtet und 

besser gelöst. Daraufhin werden die einzelnen Basen Learner zusammengefügt, um 

die gesonderte Fokussierung auf einzelne Teilprobleme zu einem einzelnen 

Klassifikator zusammenzufügen, welcher besonders genaue Ergebnisse erzielen soll. 

(Zhou, 2012, S. 23) Das Ziel des Ensemble Boosting dabei ist es nicht, primär die 

Varianz zu verringern, wie bei Ensemble Bagging, sondern die Genauigkeit der 

Ergebnisse zu verbessern. In Abbildung 5 ist der allgemeine Aufbau von Boosting 

Ensembles zu sehen. Es ist dargestellt, wie der grundlegende Datensatz 

abgewandelt wird, um mit den einzelnen Klassifikatoren einen spezifischen Fokus auf 

einzelne Aspekte der Daten zu setzen. 
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Abbildung 5: Boosting Ensemble Funktionsweise (Patel, 2020) 

 

Da Boosting sich konzeptionell gut mit Bagging vereinen lässt, ist es auch möglich, 

diese zu kombinieren und Klassifikatoren zu erzeugen. So können zum Beispiel 

Random Forest Klassifikatoren geboostet werden, um deren Ergebnisse zu 

verbessern, beispielsweise im One-Step Boosted Forest-Ansatz (Ghosal & Hooker, 

2021, S. 493). Dieser Ansatz führt zu Klassifikatoren, welche durch das Bagging eine 

verringerte Varianz und durch das Boosting eine erhöhte Genauigkeit haben. Dieser 

Ansatz führt sogar mit einem einzelnen Boosting-Schritt schon zu einem merklichen 

Anstieg in der Performanz (Ghosal & Hooker, 2021, S. 504–507). 

 
AdaBoost 
Ein häufig genutzter Ansatz für Boosting ist AdaBoost, oder auch Adaptive Boosting, 

bei dem die zu betrachtenden Daten für die einzelnen Base-Learner mit einer 

Gewichtung versehen werden (Freund & Schapire, 1995, S. 25). Die einzelnen 

Gewichtungen sind in den Klassifikationen dafür maßgebend, wie relevant eine 

korrekte Klassifizierung des einzelnen Datensatzes gewertet werden soll. Dabei 

nehmen die Gewichtungen nur positive Werte an und summieren sich für die erste 

Iteration über den ganzen Datensatz zu einem Wert von eins zusammen. Wenn 

erkannt wird, das Fehlklassifikationen auftreten, werden die Parameter entsprechend 

angepasst, um den fehlklassifizierten Elementen eine höhere Gewichtung zu geben. 
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Gradient Boosting 
Anstatt die fehlklassifizierten Elemente über eine Gewichtung in der Evaluation des 

Base Learnes stärker in den Fokus zu setzen, können diese Elemente auch als neuer 

Input gesehen werden, um aufgrund derer eine andere Klassifikation zu erzeugen, 

welche korrekt erkannt wird. Dazu wird versucht, die fehlklassifizierten Daten mit 

einem neuen Klassifikator, korrekt zu erkennen. Diese fehlklassifizierten Elemente 

werden als Rückstände (engl.: Residuals) bezeichnet. Durch Kombination des 

ursprünglichen Base Learners und des Klassifikators, welcher die Rückstände 

korrigieren soll, entsteht ein neuer Klassifikator, der eine korrektere Klassifikation 

erzeugt. 

 

Abbildung 6: Gradient Boosting (Grover, 2017) 

 

In Abbildung 6 ist das Grundkonzept vom Gradient Boosting dargestellt. Es werden 

die Rückstände verwendet um den Base Learner zu boosten, dabei ist in der 

Darstellung ein Entscheidungsbaum verwendet worden, ebenso werden in der Praxis 

häufig Entscheidungsbäume für Gradient Boosting verwendet (Bentéjac et al., 2021).  

  



28 
 

3.3 Ensemble Stacking 

Die Grundlage für das Ensemble Stacking ist die Ensemble-Kombination. Dabei 

handelt es sich um Verfahren, welche genutzt werden, um Base Learner zu 

kombinieren, eine einfache Technik, die Mehrheitswahl17. Kombinationsmethoden 

werden beispielsweise auch bei dem Bagging und Boosting verwendet, sie bilden 

somit Grundlage für viele verschiedene Ensemble-Ansätze. Dabei gibt es den Ansatz 

der gewichteten und ungewichteten MW, welche entweder die Klasse als Ausgabe 

hat, der mehr als 50% in der zutreffenden Entscheidung einnimmt, oder aber 

Gewichtungen nach zu wählenden Evaluationsmaßen vornimmt. Eine Variante der 

MW ist die relative MW, bei welcher die Klasse nicht mehr als 50% vorkommen muss. 

Stattdessen wird die Klasse, welche am häufigsten vorkommt, als Ausgabe hat.  

Somit wäre eine Entscheidung bei der Menge an Klassen {A, A, B, C, D} bei der MW 

nicht eindeutig möglich, es würde nichts zurückgegeben werden, bei der relativen MW 

würde jedoch die Klasse A zurückgegeben. (Zhou, 2012, S. 72–75)  

Im Folgenden wird die relative Mehrheitswahl der Lesbarkeit halber als normale MW 

bezeichnet, somit wird sie also im Rahmen der Arbeit auch mit MW abgekürzt. 

 

Abbildung 7: Ensemble Stacking Funktionsweise (Khandelwal, 2021) 

 

Das Ensemble Stacking verwendet diese Kombinationsansätze, um existierende 

vorhersagen von Base-Learnern zu kombinieren. Dabei werden konzeptionell nicht 

die ursprünglichen Trainingsdaten betrachtet, sondern nur versucht, durch Ansätze 

 
17 Die Mehrheitswahl wird im Folgenden mit MW abgekürzt. 
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wie Regression o.ä., die beste Gewichtung für ein Meta-Ensemble aus den Base 

Learnern zu erzeugen. Dieser Ansatz ist in Abbildung 7 dargestellt. 

 

3.4 Zusammenfassung Kapitel 3 

In Kapitel 3 wurde nächst das Grundkonzept des Ensemble-Ansatz erklärt. 

Insbesondere wurde Bezug darauf genommen, warum Ensemble-Methoden Vorteile 

gegenüber Base Learnern erbringen können. Folgend wurden drei allgemeine 

Bereiche der Ensemble-Methoden erläutert: Bagging, Boosting und Stacking. Zu den 

Ansätzen wurden jeweils spezifische Methoden erläutert, welche entweder 

fundamental zum Verständnis beitragen oder in den Systemen der GermEval2019 

verwendet wurden. Weiterhin wurde der Begriff der Mehrheitswahl eingeführt, welche 

in den praktischen Experimenten dieser Arbeit weiterverwendet wird. 
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4 GermEval 2019 

Im folgenden Kapitel wird zunächst erklärt, worum es sich bei der GermEval2019 

handelt und welche Ziele damit verfolgt wurden. Darauf wird der Datensatz, inklusive 

Beschreibung der möglichen Probleme in diesem, beschrieben. Des Weiteren werden 

die einzelnen Tasks erläutert und die in dieser Arbeit betrachteten Systeme, erklärt. 

Dabei wird zu jedem System eine ausführliche Beschreibung der 

Herangehensweisen gegeben, welche die Unterschiede in den Ansätzen darstellen 

soll. 

Die GermEval2019 ist Bestandteil einer Reihe von Shared Tasks, welche durch 

verschiedene Interessensgruppen im deutschsprachigen Raum geleitet wird, mit dem 

Fokus, natürliche Sprachverarbeitung an deutschsprachigen Texten durchzuführen. 

Die Ergebnisse der einzelnen Aufgaben werden regelmäßig auf den Tagungen GSCL 

Conference und KONVENS vorgestellt. (Nordhausen, 2023) Besonders dadurch, 

dass sich deutsche Texte in Grammatik und Ausdrucksweisen mitunter stark von dem 

Englischen unterscheiden, ist eine spezielle Betrachtung dieser relevant. Es lässt sich 

erschließen, dass in englischer Sprache erprobte Methoden, im Deutschen nicht 

unbedingt gleich gut performen müssen. Dieser Umstand begründet den Nutzen, 

erprobte Methoden der natürlichen Sprachverarbeitung, ebenso im Deutschen 

wissenschaftlich zu untersuchen, ehe sie in der Praxis umgesetzt werden. 

Des Weiteren wird der Task 2 betrachtet, welcher sich mit der Erkennung 

hassgeladener Sprache beschäftigt. Dieser ist vor allem dadurch relevant, dass es 

vorher kaum große annotierte Datensätze mit deutschsprachiger hassgeladener 

Sprache in Tweets gab und im Rahmen der Ausarbeitung ein größerer Datensatz 

entstanden ist, welcher für weiter Untersuchungen verwendet werden kann. 

 

4.1 Datensatz 

Es wurden Tweets aus Twitter gecrawlt, da diese eine ungewöhnlich hohe Menge 

hassgeladener Sprache beinhalten (Struß et al., 2019, S. 357; Wiegand & 

Ruppenhofer et al., 2018; Wiegand, Siegel & Ruppendorfer, 2018). Dabei wurde ein 

großer Fokus darauf gelegt, dass die Tweets nicht nur einem politischem Spektrum 

angehörig sind, sondern auch Timelines von Nutzern gecrawlt wurden, welche nicht 

nur dem rechten politischem Spektrum angehörig sind (Struß et al., 2019, S. 357). 

Dadurch entsteht ein gewollt sprachlich ausgewogeneres Bild von Tweets, mit 

verschiedenen möglichen Ausdrucksweisen, wodurch besondere sprachliche 
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Eigenheiten von den jeweiligen Gruppierungen nicht allzu stark ins Gewicht fallen 

sollen. Ziel ist es, die Klassifikatoren nicht besonders die Ausdrucksweisen von 

Sprechweisen erlernen zu lassen, sondern allgemein Hasssprache zu erkennen, 

unabhängig von dem Milieu oder politischem Spektrum. Des Weiteren wurden 

bestimmte, häufig vorkommende Terme in hassgeladenen Tweets untersucht, welche 

grundsätzlich kein Bestandteil hassgeladener Sprache sind. So wurde zum Beispiel 

der Term „BRD“ oft in hassgeladenen Tweets verwendet, da dieser jedoch nicht 

generell negativ konnotiert ist, wurden explizit auch nicht hassgeladene Tweets mit 

solchen Termen mit in den Korpus aufgenommen, um den Wortschatz balanciert zu 

halten. Generell wurden nur Tweets erfasst, welche deutschsprachig sind, 

mindestens 5 „normale“ Buchstaben, keine URL enthielten und kein Retweet waren 

(Struß et al., 2019, S. 358). Bei der Aufteilung der Daten in Testdaten und 

Trainingsdaten wurde weiterhin darauf geachtet, dass die Menge aller Tweets von 

einzelnen Nutzern in jeweils einem der Datensätze war. Damit soll vorgebeugt 

werden, dass die Klassifikatoren sich Spracheigenheiten der einzelnen Nutzer 

antrainieren. Ebenso ist die Klassenverteilung in den beiden Datensätzen gleich 

gehalten. (Struß et al., 2019, S. 358) 

Dadurch entsteht ein Datensatz, welcher sehr ausgewogen ist und dem Ziel, einen 

einwandfreien Datensatz für deutschsprachige Probleme der natürlichen 

Sprachverarbeitung zu erschaffen, zu genüge erfüllt. Die erfassten 7025 Tweets 

wurden folgend von den Organisatoren der Shared Task manuell annotiert. Dabei 

wurde eine Menge von 300 Tweets von allen Personen annotiert, um eine 

Übereinstimmung in der Annotation bestimmen zu können (Struß et al., 2019, S. 358). 

Diese Übereinstimmung sollte möglichst hoch sein, um sicherzustellen, dass alle 

annotierenden Personen äquivalente Aussagen zu den einzelnen Tweets treffen 

(Cohen, 1960). Bei den geprüften 300 Tweets ergab sich eine Übereinstimmung von 

einem Cohens-Kappa Wert von 0,59 zwischen den einzelnen Annotatoren (Struß et 

al., 2019, S. 358), dieser Wert ist als moderat einzustufen  (Landis & Koch, 1977; 

Struß et al., 2019, S. 358). 
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4.2 Die Anforderungen der einzelnen Unteraufgaben 

In dem zweiten Aufgabenpaket der GermEval2019 werden Aufgaben gestellt, welche 

sich mit der Erkennung hassgeladener Sprache beschäftigen. Dabei gibt es drei 

einzelne Unteraufgaben: grobe binäre Klassifikation; feine, vier-dimensionale 

Klassifikation und Klassifikation nach impliziter und expliziter Sprache. Im Folgenden 

werden die einzelnen Unteraufgaben kurz beschrieben, mit einem Fokus darauf, 

weshalb Unteraufgabe eins in der vorliegenden Arbeit weiter untersucht wird. 

 
Unteraufgabe 1 

Bei der Unteraufgabe 1 sind die Daten binär in zwei Klassen einzuordnen, in erstens 

Tweets mit hassgeladener Sprache und zweitens Tweets, welche anderes 

beinhalten. Dabei werden die Klassen mit „OFFENSE“ für hassgeladene und mit 

„OTHER“ für die anderen Tweets bezeichnet. Damit ist die Aufgabe simpel gehalten 

und soll vor allem die allgemeine Anwendbarkeit von Klassifikationssystemen an 

diesem deutschen Datensatz, im Vergleich zu erprobten englischsprachigen 

Testdatensätzen zeigen. (Struß et al., 2019, S. 355) 

 
Unteraufgabe 2 

Im Vergleich zur ersten Unteraufgabe, wird die „OFFENSE“ Klasse der 

hassgeladenen Tweets in drei Unterklassen aufgeteilt, welche es zu erkennen gilt. 

Somit sind die Tweets in folgende Klassen zu unterteilen: 

- „PROFANITY“, welche Tweets bezeichnet, in denen Schimpfwörter 

verwendet wurden, ohne hassgeladene Sprache an eine andere Person oder 

Institution zu richten, nicht explizit beleidigend oder verletzend gemeint, 

- „INSULT“, welche Tweets bezeichnet, in denen bestimmte Personen oder 

Institution persönlich angegriffen werden, also beleidigende Tweets und 

-  „ABUSE“, welche Tweets bezeichnet, die als beleidigend eingestuft werden 

können, jedoch wesentlich stärker in ihrer Ausdrucksweise (insbesondere 

Beleidigungen) sind, welche darauf abzielen die Person auf ihre Ethnie oder 

ihren Beruf zu degradieren. (Struß et al., 2019, S. 355–356) 

Somit weitet die Unteraufgabe zwei die erste in der Genauigkeit der Klassen aus und 

ist dadurch, dass es sich um kein binäres Klassifikationsproblem mehr handelt, 

komplexer zu lösen. 
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Unteraufgabe 3 

In der dritten Unteraufgabe gilt es, die Tweets nicht mehr in nicht hassgeladen oder 

hassgeladen (mit möglichen Unterklassen) zu unterteilen, sondern eine 

Klassifizierung danach durchzuführen, ob diese implizite oder explizite hassgeladene 

Sprache beinhalten. Bei den als implizit zu erkennenden Tweets müssen keine, als 

hassgeladen gewertete Worte in dem Tweet vorkommen, wenn jedoch die Intention 

dabei herabwürdigend und beleidigend ist, sind diese als implizite Hasssprache zu 

klassifizieren. (Struß et al., 2019, S. 356) 

 
Fokus auf Unteraufgabe 1 

Dadurch, dass grundsätzlich untersucht werden soll, wie Ensemble-Learning-

Methoden die Performanz von bereits ausreichend guten Base Learnern verbessern 

können, werden im Folgenden nur anhand der Systeme der Unteraufgabe eins, 

weitere Betrachtungen und Experimente angestellt. Da sich der Inhalt der zweiten 

Unteraufgabe auf eine Multilabel-Klassifikation ausgeweitet hat und diese komplexer 

zu behandeln ist, als eine binäre Klassifikation, wird sie im Folgenden nicht weiter 

beachtet. Weiter wird zugunsten der Lesbarkeit die GermEval2019 Task 2 

Unteraufgabe 1, als GermEval Aufgabe oder Task bezeichnet. 

 

4.3 Einreichungen - Genutzte Systeme 

Für die Unteraufgabe 1 wurden insgesamt 28 Läufe von 12 verschiedenen Teams 

eingereicht. Des Weiteren wird auf die drei besten Systeme, bewertet nach dem F1-

Maß, eingegangen und deren generelle Funktionsweise beschrieben. Es werden nur 

die besten drei Systeme betrachtet, um anhand der Ensemble-Methoden im Kapitel 

5 zu untersuchen, ob diese bereits sehr guten Ergebnisse noch durch Ensembles 

verbessert werden können. 

 

4.3.1 UPB BERT 

Bei dem System der University Politehnica of Buchares, handelt es sich um ein auf 

BERT basierendes System. Um die Performanz des Systems zu verbessern, wurde 

der grundlegende Trainingsdatensatz um passende Trainingsdaten der Shared Task 

aus dem Jahr 2018 erweitert (Andrei Paraschiv & Dumitru-Clementin Cercel, 2019, 
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S. 399–400). Da das BERT-Modell Transformer-basiert ist, werden Grunddaten zum 

Trainieren benötigt, in diesem Fall Datensätze der deutschen Wikipedia, 

OpenLegalData und Nachrichtenartikel von deepset.ai.  Weiterhin wurde beachtet, 

dass Tweets sich charakteristisch von den Datensätzen unterscheiden und ein 

weiteres Grundtraining an Tweet-Datensätzen nötig ist. Dazu wurden 6.2 Millionen 

Tweets aus drei verschiedenen Datensätzen verwendet. Die meisten dieser Tweets 

beziehen sich auf Wahlen, jedoch auch eine Menge von 70.745 Tweets, welche von 

den Verfassern des Artikels selbst gecrawlt wurden und Tweets einer einzelnen 

besonders aggressiven Untergruppe von Twitter-Nutzern. (Andrei Paraschiv & 

Dumitru-Clementin Cercel, 2019, S. 400)  

Der Wortkorpus des Systems wurde um 181 häufig vorkommende Worte ergänzt, 

welche einen besonderen Informationsgehalt bieten und somit nicht in einzelne 

Teilworte tokenisiert werden sollten. Dazu gehören zum Beispiel "Rechtspopulismus", 

"Migrationspakt" und "Ibizagate" (Andrei Paraschiv & Dumitru-Clementin Cercel, 

2019, S. 401).   

Des Weiteren wurden Anpassungen an den einzelnen Layern des BERT-Modells 

vorgenommen18. Insgesamt wurden drei Läufe eingereicht, im ersten Lauf wird das 

System wie beschrieben verwendet, im zweiten werden Wörter, welche nicht im 

Wortkorpus vorhanden sind, mithilfe von N-Grammen zur weiteren Benutzung 

erhalten und im dritten Lauf wurde das Modell länger trainiert und erzielt somit leicht 

andere Ergebnisse als im ersten Lauf. Diese Ergebnisse fallen jedoch marginal 

schlechter aus, was sich durch Überanpassung begründen lässt. Der erste und dritte 

Lauf können ein F1-Maß von 76,95 erreichen, während der dritte Lauf einen Wert von 

76,86 erreichen konnte. 

 

4.3.2 TuWien2019 

Bei dem System der TU Wien handelt es sich um ein komplexes System, welche 

mehrere Base Learner mit Ensemble-Methoden und Rastersuche verbessert und 

zusätzlich werden komplexe Vorverarbeitungsschritte vorgenommen. Zunächst 

werden jegliche Sonderzeichen, Textumbrüche und Nutzernamen mit Twitterhandle 

@ entfernt. Daraufhin werden mehrfach aufeinander folgend vorkommende, gleiche 

Zeichen, auf eine Länge von maximal 3 begrenzt (zum Beispiel: "cooooooool" zu 

"coool"), mit dem Hintergrund, dass die stilistischen Mittel, welche in diesen Fällen 

 
18 Die Erläuterungen der Änderungen geht über diese Arbeit hinaus und ist nachzulesen in: 
Andrei Paraschiv & Dumitru-Clementin Cercel (2019, S. 401). 
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genutzt wurden, nicht komplett entfallen und somit noch für die Auswertung genutzt 

werden können. Zusätzlich werden grundsätzliche Normalisierungsschritt, sowie 

Stemming unternommen. (Joaquín Padilla Montani & Peter Schüller, 2019, S. 419) 

Der Datensatz wird zunächst mit zwei Feature-Gruppen angereichert. Die erste 

Feature-Gruppe, CNGR beinhaltet alle N-Gramme der Länge drei bis sieben. Die 

zweite Feature-Gruppe, TNGR beinhaltet alle gestemmten N-Gramme der Länge eins 

bis drei auf Token Level. Mit diesen Features wird eine tf-idf Matrix aufgestellt, dabei 

wird darauf geachtet, nur die Features zu erhalten, welche signifikante, aber nicht zu 

spezifische und oft verwendete Tokens enthalten. (Joaquín Padilla Montani & Peter 

Schüller, 2019, S. 419) Des Weiteren wird eine Wortanreicherung vorgenommen, 

dabei wird ein skip gram-orientiertes Modell in 100 Dimensionen mit einer 

Fensterbreite von 5 verwendet, trainiert an Daten der Universität Heidelberg von 2013 

bis 2017. Sollte für ein Token kein Vektor berechnet werden können, wird versucht, 

die Präfixe und Suffixe mit einer Länge von mehr als drei zur Berechnung zu 

verwenden, vorausgesetzt, dass diese einen Vektor erhalten können. Die neu 

erzeugten Worteinbettungen werden dem einen Token zugewiesen. Durch dieses 

Vorgehen wird erreicht, dass sich die Anzahl der nicht zuzuordnenden Tokens 

signifikant verringert. (Joaquín Padilla Montani & Peter Schüller, 2019, S. 419–420) 

Zwei weitere neue Feature-Gruppen sind relevante N-Gramme und Token Features. 

Diese beiden Feature-Gruppen werden wieder aufgrund einer tf-idf Matrix über den 

ganzen Datensatz erschaffen. Basierend auf dem Durchschnitt des tf-idf Wertes in 

den jeweiligen Klassen und Dokumenten, werden neue Features geschaffen, welche 

das Token beinhalteten. Dabei wird sich auf eine Länge von k Tokens beschränkt, 

damit wurden also die relevantesten Tokens und respektive N-Gramme für jedes 

einzelne Dokument und jede Klasse gefunden und jeweils pro Dokument als neues 

Feature hinterlegt. Damit die Ergebnisse des Systems möglichst maximiert werden, 

wird die Menge k, der zu betrachtenden Top-Tokens und N-Gramme, mit einer 

Rastersuche optimiert. (Joaquín Padilla Montani & Peter Schüller, 2019, S. 420) Für 

jede der Feature-Gruppen werden verschiedene Base Learner verwendet, welche 

mittels Ensemble-Verfahren kombiniert wurden. So wird Random Forest als ein Base 

Learner verwendet, zum einen mit dem Informationsgewinn und zum anderen mit der 

Gini Koeffizient19 als Entscheidungsmaß, ein Regressionsmodell, ein Naive Bayes-

Klassifikator und ein Gradient Boosting-Modell, basierend auf 

Entscheidungsbäumen. Für den betrachteten Teil der Shared Task werden 18 Base 

 
19 engl.: gini impurity, statistisches Maß der Ungleichgewichtigkeit 
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Learner auf den verschiedenen Feature-Gruppen angewandt. (Joaquín Padilla 

Montani & Peter Schüller, 2019, S. 420–421) 

Folgend werden die Ergebnisse der einzelnen Base Learner mit einem Ensemble-

Klassifikator zusammengeführt, welcher mit logistischer Regression das Ergebnis des 

Ensembles optimiert. Es werden ausgeglichene Klassengewichte verwendet, um 

gleich gute Ergebnisse für alle Klassen zu erhalten. (Joaquín Padilla Montani & Peter 

Schüller, 2019, S. 421) Für die betrachtete Teilaufgabe wurden drei Läufe 

eingereicht. Im ersten Lauf wurde das System wie beschrieben verwendet, abzüglich 

der Feature-Gruppe der wichtigen N-Gramme, diese wurden in dem Durchlauf 

entfernt, da den Autoren beim Testen aufgefallen ist, dass diese keinen großen 

Einfluss auf die Qualität der Ergebnisse haben.  Im zweiten wurde das System wie 

beschrieben mit allen Funktionen verwendet. Der Lauf beinhaltet außerdem das 

System mit allen beschriebenen Schritten. Der eingereichte dritte Lauf beinhaltet ein 

simples Modell, welches auf dem MaxEnt Algorithmus basiert und somit eine 

logistische Regression anwendet.  (Joaquín Padilla Montani & Peter Schüller, 2019, 

S. 421) 

 

4.3.3 FoSIL 

Bei dem FoSIL-System handelt es sich um eine Kombination aus Support Vector 

Machines, entweder mit einer Term-Dokumenten Matrix oder mit einer 

Worteinbettung durch fastText. Zudem wurden Features aus den Bereichen der 

Sentiment Analyse und der Statistik hinzugefügt.  

Noch bevor Tokens in den Tweets einzeln betrachtet werden, werden bestimmte 

statistische Maße über alle gegebenen Datensätze erhoben. Dazu gehören Anzahl 

der Tweets mit Emojis, Hashtags und Erwähnungen von anderen Nutzern, die 

durchschnittliche Anzahl der Wörter pro Tweet und die durchschnittliche Anzahl an 

Satzzeichen pro Tweet (Florian Schmid et al., 2019, S. 383). Diese Maße werden 

entweder direkt in die Verfahren mit eingebunden, oder gelten als Begründung, um 

bestimmte Vorverarbeitungsschritte durchzuführen. Zu den 

Vorverarbeitungsschritten gehören Normalisierung, Lemmatisierung und Entfernung 

der Satzzeichen, außerdem werden Hashtags und Emojis gesondert betrachtet. Bei 

Hashtags wird das Raute-Symbol entfernt, jedoch bleibt der Text des Hashtags 

erhalten, da dieser als erhaltungswürdig erachtet wird. Die Emojis werden mit einem 

Sentiment-Wert codiert, welcher angelehnt an das Sentiment Ranking von (Kralj 

Novak et al., 2015) bestimmt wird. Dieser Sentiment-Wert wird mit dem Wert für den 
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Tweet an sich verrechnet um ein Sentiment über die Positivität, bzw. Negativität des 

Tweets, von -1 bis +1 zu erhalten. (Florian Schmid et al., 2019, S. 383) 

 

Als nächstes werden verschiedene Lexika für hassgeladene Sprache herangezogen, 

um ein Vorkommen von Wörtern der Tweets in diesen zu bestimmen. Dazu zählten: 

- ein Lexikon für Jugendsprache, jedoch aus dem Jahr 2006, was demnach 

äußerst alt ist und vermutlich eine Aktualisierung benötigt (siehe: Hehl, 2006, 

Lexikon der Jugendsprache), 

- ein Lexikon mit hassgeladener Sprache, welches von den Autoren selbst 

erschaffen wurde, bestehend aus Substantiven der HyperHero 

Schimpfwortliste (HyperHero, n. d.), Adjektiven von www.wortwuchs.de 

(Willing & Geldschläger, 2023) und manuell hinzugefügten Verben. Für die 

Verben wurde kein Verfahren zur Bestimmung derer angegeben. (Florian 

Schmid et al., 2019, S. 384) 

Die Quellen der einzelnen Lexika wirken im wissenschaftlichen Kontext nicht 

zufriedenstellend, jedoch kann dies vernachlässigt werden. Es muss bedacht werden, 

dass es sich dabei um Wortlisten handelt, welche im Rahmen des angefertigten 

Systems eine zusätzliche Leistungssteigerung erbringen sollen und nicht allein 

Grundlage für die Klassifikation sind. Diesbezüglich ist die Qualität der einzelnen 

Bestandteile des Lexikons ausreichend. 

Mithilfe dieser angereicherten Daten wird ein System mit Support Vector Machines 

als Basis geschaffen. Dieses hatte als Grundlage die Term-Dokumenten-Matrix. 

Dabei werden nur Terme mit einbezogen, welche eine Termhäufigkeit von mehr als 

1 und weniger als 50 hatten, diese Spanne wurde gewählt, um die Anzahl der 

Features signifikant zu verringern und trotzdem eine möglichst hohe Performanz 

beizubehalten. Somit werden aus 22.000 Tokens in der tf-idf Matrix nur noch 1.100. 

Jedoch waren die Autoren mit den Ergebnissen des Systems (Macro F-1 von 0,6386) 

nicht zufrieden, sodass ein weiteres System erstellt wurde. (Florian Schmid et al., 

2019, S. 384–385) Bei dem zweiten System werden wieder Support Vector Machines 

verwendet, jedoch ergibt sich der Vektorraum nicht aus einer tf-idf Matrix, sondern 

aus einer Wortanreicherung mit fastText20, trainiert auf 25-30 Millionen Tweets. 

Dadurch, dass bei fastText einzelne N-Gramme Wortvektoren zugeordnet 

 
20 FastText ist ein Modell zum Erzeugen von Wortrepräsentationen, ähnlich wie Word2Vec. 
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bekommen, ist besonders im Deutschen die Performanz deutlich besser, als bei 

vergleichbaren Ansätzen (Piotr Bojanowski et al., 2017). Des Weiteren werden 

dadurch, dass die SVM‘s nicht mehr nur an den statistischen Werten der tf-idf Matrix 

trainiert werden, sondern an Vektoren, welche die Wortbedeutung repräsentieren, viel 

bessere Ergebnisse erreicht. Somit steigt das Macro F1-Maß über alle Klassen auf 

0,7978 für ein auf 25 Millionen Tweets trainiertes fastText System, bzw. auf 0,7968 

bei Training mit 30 Millionen Tweets. (Florian Schmid et al., 2019, S. 385) Es ist zu 

erkennen, dass die Performanz durch die höhere Anzahl der Tweets zum Training für 

fastText nicht verbessert, sondern sogar unwesentlich verschlechtert wurde. 

 

4.4 Zusammenfassung Kapitel 4 

Es wurden verschiedenste Systeme eingereicht, welche mitunter ähnlich gut performt 

haben. Die besten drei Systeme wurden im vorherigen Teil dieser Arbeit vorgestellt, 

diese verfolgten sehr unterschiedliche Ansätze. Somit ist das UPB BERT System vor 

allem durch die sehr gute Performanz von BERT an sich das beste System geworden. 

Obwohl nicht allzu viele Vorverarbeitungsschritte vorgenommen wurden und relativ 

wenig Feature-Anreicherung stattgefunden hat, konnte das System sehr gut 

abschneiden und somit ein F1-Maß von 76,95 erreicht werden. Das System 

TuWienKBS verwendet kein Transformer-Modell, sondern eine sehr gut optimierte 

Kombination aus diversen anderen Klassifikationsmethoden. Dieses Ensemble-

System konnte durch logistische Regression zur Gewichtung der einzelnen Base 

Learner optimiert und ein F1-Maß von 76,8 erreicht werden. Das System FoSIL 

bedient sich sehr erprobter Methoden, wie statistischer Maße und Support Vector 

Machines. Dort ist zu erkennen, dass die Ergebnisse der SVMs durch eine 

Kombination mit aktuellen Methoden wie fastText Wortanreicherung ebenfalls sehr 

kompetitive Ergebnisse erzielen kann. Somit wurde ein F1-Maß von 76,63 erreicht. 

Die evaluierten Ergebnisse können im Anhang: Evaluationsergebnisse  

 

Ergebnisse sind sortiert nach F1-Maß über alle Klassen gefunden werden. Es ist 

anzumerken, dass diese geringfügig von den Ergebnissen aus den 

Veröffentlichungen der Systeme abweichen, dies entsteht durch die leicht 

abweichende Art der Implementierung und ist im Weiteren zu vernachlässigen, da für 

die Vergleiche zu den Systemen die neu berechneten Evaluationen gelten. 
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5 Die Praktische Anwendung von Ensemble-Methoden 

Um die Ergebnisse der GermEval weiter zu verbessern, werden im folgenden Kapitel 

Ensemble-Methoden angewendet. In Kapitel 3 wurde bereits ein Überblick über die 

verschiedenen Ansätze geliefert, im Folgenden wird beschrieben, welche Ansätze für 

die Anwendung geeignet sind und welche nicht geeignet sind. Zudem wird 

beschrieben, wie die Methoden implementiert werden können und welche 

Hindernisse dabei zu beachten sind. Anschließend werden die Ergebnisse analysiert 

und eine Auswertung getroffen, dabei wird auf die Performanz der Ensembles im 

Bezug zu der Performanz zu den Systemen der GermEval eingegangen. 

 

5.1 Methodik 

Da die Systeme der GermEval nicht in ausführbarer Form vorlagen und sich die 

Systeme generell stark voneinander in Ihrer Methodik unterscheiden, wird sich darauf 

fokussiert, eine relative Mehrheitswahl (MW) durchzuführen. Boosting- und Bagging-

Ansätze haben zur Voraussetzung, dass die Base Learner auf bestimmten 

Datensätzen ausgeführt oder gewichtet werden können. Da dies in dieser Arbeit nicht 

möglich ist, wird eine relative MW durchgeführt und zusätzlich Ansätze zur 

Gewichtung einer relativen Mehrheitswahl angewandt. Eine nicht relative MW wurde 

nicht verwendet, da diese nicht unweigerlich ein Ergebnis liefern muss, bei dem 

vorliegenden binären Klassifikationsproblem ist jedoch immer ein Ergebnis gewollt. 

Die angewandten Methoden werden anhand der Evaluationsmaße F1-Maß, Precision 

und Recall der jeweiligen Klasse evaluiert. Anhand der Ergebnisse von Sesmo und 

weiteren lässt sich die Vermutung aufstellen, dass die Gewichtung nach Precision die 

besten Ergebnisse liefern wird (Sesmero et al., 2021, S. 15). 

Zur Implementierung der Ensembles wird Python verwendet und die Ergebnisse der 

Systeme der GermEval in ein Panda DataFrame eingelesen. Folgend wird an den zu 

betrachtenden Systemen eine einfache MW durchgeführt, die Ergebnisse dieser 

werden in einer neuen Spalte „majority“ hinterlegt. Gefolgt davon wird der gewichtete 

MW-Ansatz mit den verschiedenen Evaluationsmaßen durchgeführt. Dazu zählen 

Precision, Recall und das F1-Maß. Zu jedem System wird die erkannte Klasse mit 

dem jeweiligen Evaluationsmaß für die Klasse und das System, kodiert. Die kodierten 

Werte repräsentieren die Sicherheit, mit welcher das System diesen Wert vorhersagt.  

Daraufhin werden für jede Klassenberechnung Summen der einzelnen 

Klassenvorhersagen gebildet, dieser Wert wird als „weighted_confidence“, oder zu 
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Deutsch als gewichtete Konfidenzrate bezeichnet. Somit bezeichnet diese gewichtete 

Konfidenz das berechnete Vertrauen in die Klassifikation zu dieser Klasse. Zur finalen 

Entscheidung der Zuweisung für die gewichtete Konfidenzrate wird die Klasse mit 

dem höchsten Konfidenzwert verwendet. 
 

upb TUWienKBS FoSIL majority OFFENSE 
weighted 

_confidence 
_f1-score 

OTHER 
weighted 

_confidence 
_f1-score 

Weighted 
_confidence 

_f1-score 

0 OFFENSE OFFENSE OFFENSE OFFENSE 2.05676929 0 OFFENSE 

1 OTHER OFFENSE OTHER OTHER 0.68073879 1.69052 OTHER 

2 OTHER OTHER OTHER OTHER 0 2.54533162 OTHER 

3 OFFENSE OFFENSE OFFENSE OFFENSE 2.05676929 0 OFFENSE 

4 OFFENSE OFFENSE OFFENSE OFFENSE 2.05676929 0 OFFENSE 

5 OTHER OTHER OTHER OTHER 0 2.54533162 OTHER 

Tabelle 1: Gewichtete Konfidenz Werte 

 

In Tabelle 1 ist zu sehen, wie das DataFrame mit den Ergebnissen nach dem 

Anwenden der MW-Verfahren aussieht. Dabei handelt es sich um einen Ausschnitt, 

welcher nur die Daten der MW, der gewichteten MW für das F1-Maß und die ersten 

fünf klassifizierten Tweets enthält. In der „majority“ Spalte ist das Ergebnis der 

einfachen MW hinterlegt, in den folgenden Spalten die berechnete Konfidenzrate zu 

den jeweiligen Klassen und die daraus getroffene Entscheidung. 

Letztendlich werden die Ergebnisse mit der metrics.classification_report() Funktion 

aus sklearn evaluiert, wobei Precision, Recall und F1-Maß für alle Klassen berechnet 

werden. Für das System als Ganzes werden die Maße Macro Precision, Macro Recall 

und Macro F1-Maß verwendet. Die Maße wurden gewählt um sich mit denen der 

GermEval zu gleichen. Gleichermaßen kann so die Implementierung auf Korrektheit 

gegengeprüft werden, indem die berechneten Evaluationsmaße mit denen aus den 

Ergebnissen der GermEval verglichen werden.  

Für die Experimente werden drei verschiedene Ansätze gewählt: 

A. Mehrheitsentscheidung und gewichtete Mehrheitsentscheidung mit F1-Maß, 

Precision und Recall auf den Systemen UPB BERT, TuWien2019 und FoSIL 

B. Mehrheitsentscheidung und gewichtete Mehrheitsentscheidung mit F1-Maß, 

Precision und Recall auf den Systemen rgcl, HUIU, hshl, HAU, FraunhoferSIT 

und fkie 
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C. Mehrheitsentscheidung und gewichtete Mehrheitsentscheidung mit F1-Maß, 

Precision und Recall auf den Systemen UPB BERT, TuWien2019, FoSIL, rgcl, 

HUIU, hshl, HAU, FraunhoferSIT und fkie 

Dabei wird anhand des ersten Experimentes die Fragestellung geprüft, inwiefern sich 

die besten Systeme der GermEval noch verbessern lassen. Mit dem zweiten 

Experiment werden alle Systeme betrachtet, welche nicht zu den besten drei 

gehören. Ziel ist es dabei zu untersuchen, ob sich diese Ergebnisse im gleichen Maße 

verbessern lassen, wie die im ersten Experiment verglichenen Systeme. Bei dem 

dritten Experiment werden alle Systeme, die eingereicht wurden, zusammen 

betrachtet. Das Ziel ist zu erkennen, inwiefern sich diese Ergebnisse, mit denen des 

zweiten Experimentes gleichen. Da die Mehrheit der Systeme bereits in dem zweiten 

Experiment betrachtet wurden, sollte die normale MW schlechter abschneiden als die 

gewichtete. Grund für diese Annahme ist, dass die schlechteren Verfahren durch Ihre 

Mehrheit generell die Ergebnisse verschlechtern sollten, da sie die besseren 

Verfahren überstimmen können. Dieser Effekt sollte jedoch durch die Gewichtung mit 

den Evaluationsmaßen verringert werden, da die besseren Systeme stärker gewichtet 

werden. 

 

5.2 Ergebnisse 

Im Folgenden werden Betrachtungen an den Ergebnissen der einzelnen 

Mehrheitswahlen, in Bezug auf Ihre allgemeine Performanz und auf ihre Performanz 

im Vergleich zu den Base-Learnern angestellt. In den einzelnen Darstellungen sind 

jeweils alle drei zu evaluierenden Maße in einzelnen Unterdarstellungen gezeigt. 

Diese stellen auf der Y-Achse die Performanz, gemessen am jeweiligen 

Evaluationsmaß dar und in der X-Achse die jeweiligen Systeme. In jeder 

Unterdarstellung ist zusätzlich eine horizontale Linie verzeichnet, welche jeweils die 

Performanz von UPB BERT darstellt. Dies dient dazu, in Bezug auf die Ensemble-

Methoden schnell erkennen zu können, wie sich die Leistung, im Vergleich zum Base 

Learner Top-System, verändert hat. Letztendlich sind in jedem Unterdiagramm alle 

drei Experimente mit den verschiedenen Mengen an Base Learnern zu sehen.  
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Dabei ist das  

- Experiment A, mit den Top3-Systemen der GermEval durch einen blauen 

Kreis,  

- Experiment B, mit den nicht Top3-Systemen der GermEval, durch ein gelbes 

„-“ Zeichen und 

- Experiment C, mit allen Systemen der GermEval, durch ein grünes „+“ 

Zeichen, dargestellt. 

Evaluation über alle Klassen 
Zuerst werden die Ergebnisse über alle Klassen betrachtet, welche in Abbildung 8 

dargestellt sind. Die kompletten Ergebnisse können im Anhang gefunden werden. Es 

ist zu sehen, dass durch die Ansätze der MW, die Ergebnisse der so schon guten 

Systeme verbessert werden können. Bei Experiment A ist somit eine Steigerung von 

UPB BERT von 0,7686 auf 0,7900 des F1-Maßes möglich. Weiter ist zu erkennen, 

dass sich Precision, Recall und F1-Maß zwischen den verschiedenen MW-Ansätzen 

nicht ändern. Die Verbesserung aller MW-Ansätze beträgt also 0,0214 gegenüber 

dem besten bestehenden System UPB BERT. Wenn Experiment B und C betrachtet 

werden, ist eine klare Änderung zwischen den verschiedenen Ansätzen der MW zu 

erkennen. So ist sichtbar, dass bei Experiment B die Ergebnisse der normalen MW 

wesentlich besser sind als die von den gewichteten. Somit erreicht die reguläre MW 

ein F1-Maß von 0,7422 im Vergleich zu 0,7022 von den anderen Ansätzen. Die 

Performanz der MW-Ansätze ist nicht höher als die der drei besten Systeme, diese 

sind mit einem F1-Maß von 0,7686 bei UPB BERT immer noch wesentlich besser als 

die erreichten 0,7422. Bei Experiment C ist zu sehen, dass die gewichtete MW mit 

der Precision die besten Ergebnisse erzielt. Somit wurde ein F1-Maß von 0,7701 

erzielt, im Vergleich zur normalen MW mit 0,7690 und UPB BERT mit 0,7686. 
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5.3 Auswertung und Diskussion 

Die Annahme, dass sich die Ergebnisse der Systeme durch Ensemble-Methoden 

verbessern lassen, hat sich bewahrheitet. Somit kann durch eine einfache MW ein 

neues Best-System geschaffen werden. Basierend auf dem Experiment A, kann mit 

einer MW über die besten 3 Systeme, ein F1-Maß von 0,7900 erreicht werden, was 

eine Verbesserung des F1-Maßes von 0,0214 gegenüber dem UPB BERT System 

mit 0,7686 ausmacht. Dabei sind die anderen gewichteten MW-Ansätze bei der 

gleichen Menge an Systemen auf die sie angewendet werden, genauso gut. Es ist 

folglich bei einer geringen Menge wie drei Systemen nicht von Vorteil gewesen, die 

Entscheidungen der MW zu gewichten. Daraus lässt sich ableiten, dass die beste 

Performanz einer MW über Systeme erreicht werden kann, wenn die besten Systeme 

zur Entscheidung der MW verwendet werden. Weitere Systeme verschlechtern diese 

Ergebnisse in der Betrachtung der GermEval. Dies ist primär daran zu erkennen, dass 

sich die Ergebnisse des F1-Maßes über die gesamte Menge an Systemen nur auf 

0,7701 anheben lässt. Diese Verbesserung des F1-Maßes über alle Systeme lässt 

sich mit einer gewichteten MW nach der Precision erreichen, dadurch ist ein F1-Maß 

von 0,8072 zu erlangen. Da in den Grundsystemen ein System vorhanden ist, 

welches über eine sehr gute Precision verfügt (rgcl), jedoch nicht über einen guten 

Recall und deshalb nicht in den Top 3 Systemen gelandet ist, kann dieses System, 

durch die starke Gewichtung, seine korrekt erkannten Klassen stärker in die 

Entscheidung mit einfließen lassen. Die anderen MW-Ansätze, welche an allen 

Systemen trainiert werden, erzielen wesentlich schlechtere Ergebnisse. Das entsteht 

dadurch, dass es keine sehr guten Systeme nach einer F1-Maß oder Recall 

Gewichtung in den nicht Top 3 Systemen gibt. Somit schneidet die MW, welche nicht 

gewichtet wurde, schlechter ab (0,7690), genauso wie die gewichteten MW nach F1-

Maß (0,7555) und Recall (0,7468). Die Betrachtungen an den Systemen, welche nicht 

in den Top 3 sind, stellen heraus, dass diese die Ergebnisse nur geringfügig 

verbessern konnten. Durch die stark verteilten Klassenvorhersagen der nicht so guten 

Systeme, können kaum gute Vorhersagen getroffen werden. Die Ergebnisse können 

weiterhin also nicht auf Niveau der Top 3 Systeme verbessert werden, wenn nach F1-

Maß evaluiert wird. Nur wenn nach der Precision evaluiert werden soll, ist ein Anstieg 

gegenüber dem UPB BERT System zu erkennen. Das entsteht durch das bereits 

beschriebene rgcl System, welches über hervorragende Precision verfügt und alle 

anderen Systeme übersteigt.  

Es ist zu erkennen, dass die Gewichtung nach Evaluationsmaßen nur unter 

bestimmten Bedingungen eine merkliche Verbesserung erbringt. In den meisten 



47 
 

Fällen wurde durch die Mitevaluation nur die Spanne zwischen Precision und Recall 

erhöht. Für die Offense Klasse wurde die Precision durchweg wesentlich verbessert, 

bei der Other Klasse etwas verschlechtert. Dennoch wurde durch die 

Klassenverteilung die Precision generell angehoben, wenn alle Klassen betrachtet 

werden. Der Recall wurde jedoch gesenkt, sodass die Ergebnisse nach F1-Maß 

evaluiert schlechter sind als die der einfachen MW. 

Hinderlich in der Betrachtung der Ergebnisse war die starke Veränderung der 

Ergebnisse durch das System rgcl bei der Offense Klasse, welches durch seine hohe 

Precision einen starken Einfluss auf die Ergebnisse genommen hat, wenn es Teil der 

zu betrachtenden Menge an Systemen war. In weiteren Betrachtungen könnten neue 

Kombinationen an Systemen beleuchtet werden, welche einzelne Base Learner nach 

ihren spezifischen Stärken und Schwächen kombinieren. Dazu ist es nötig, nicht nur 

die drei beliebtesten Systeme genau zu betrachten, sondern eine Analyse aller 

Ergebnisse auszuarbeiten. Ein weiterer möglicher Ansatz wäre, eine Regression statt 

MW-Ansätze, auf die Systeme anzuwenden. Die spezifische Betrachtung der Top 3 

Systeme im Vergleich zu den anderen Systemen war vorteilhaft, da somit die Frage 

geklärt werden konnte, ob die bestehenden Top Systeme dennoch durch sehr simple 

Ensemble-Methoden verbessert werden können. Jedoch unterschieden sie sich in 

ihren evaluierten Stärken und Schwächen nicht stark genug, um weiter interessante 

Erkenntnisse zu erbringen, wenn sie allein ein Ensemble erzeugen. Ein weiterer 

Ansatz zum Vergleich der Systeme wäre, die Berechnung und Auswertung 

verschiedener Diversitätsmaße22, um die andersartigkeit in den Ergebnissen genauer 

zu betrachten, als es mit F1-Maß, Precision und Recall möglich ist. 

  

 
22 Diverse Maße sind zu finden in: Kuncheva & Whitaker (2003) 
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6 Fazit 

Die Erkennung hassgeladener Sprache ist ein wichtiger Bestandteil, um einen 

angenehmen Austausch in sozialen Medien zu erreichen. Dabei ist die Relevanz der 

automatischen Erkennung in aktuellen Zeiten so hoch wie nie zuvor, bedingt durch 

die steigenden Nutzerzahlen und die immer größer werdende Flut an geteilten 

Inhalten. Um solche hassgeladenen Inhalte zu erkennen sind automatische 

Methoden nötig. Diese liefern bereits schon sehr gute Ergebnisse, jedoch kann durch 

die Kombination von mehreren Systemen, die Performanz der Erkennung noch 

gesteigert werden. Im Rahmen der Arbeit wurde die Frage geklärt, inwiefern die 

Ergebnisse der GermEval2019 mit Ensemble-Methoden verbessert werden können, 

dabei wurde explizit mitbetrachtet, welchen Einfluss die Andersartigkeit der 

betrachteten Systeme auf die Performanz eines Ensemble-Systems hat. Um die 

Fragestellung zu klären, wurden Grundlagen zu Klassifikationsmethoden und 

Ensemble-Methoden erläutert. Mit diesem Wissen wurde die Andersartigkeit der Top 

3 Systeme der GermEval2019 dargestellt und die Systeme auf verschiedene Weisen 

miteinander kombiniert. Dabei wurde eine relative Mehrheitswahl (MW) durchgeführt 

und relative MW, gewichtet nach Precision, Recall und F1-Maß, der jeweilig 

erkannten Klasse. Durch eine relative MW kann das F1-Maß des Top Systems um 

0,0214 angehoben werden. Dabei trat heraus, dass gewichtete relative MW keine 

besseren oder schlechteren Ergebnisse als die reguläre relative MW liefern. Bei der 

Betrachtung einer Gruppe aus allen Systemen fällt auf, dass das F1-Maß, im 

Vergleich zu dem Top System, nur um 0,0015 angehoben werden konnte, was jedoch 

durch die hohe Anzahl der schlechteren Systeme trotzdem eine Verbesserung ist. 

Dabei ist interessant zu sehen, dass diese Verbesserung über alle Systeme nur bei 

der gewichteten MW nach der Precision der Klassen möglich war. Andere Ansätze 

der MW, welche über diese Menge an Systemen durchgeführt werden, erzeugen 

schlechtere Ergebnisse. Die Anhebung bei der gewichteten relativen MW nach 

Precision über alle Systeme ist dadurch zu begründen, dass es ein System mit sehr 

guter Precision gibt, welches nicht zu den Top 3 Systemen gehört. 

Es lässt sich also feststellen, dass die Ergebnisse der GermEval2019 durch 

Ensemble-Methoden verbessert werden können. Des Weiteren konnte auch der 

Einfluss der Systeme, vor allem in Bezug auf ihre Andersartigkeit, auf das Ensemble 

festgestellt werden.
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Anhang: Evaluationsergebnisse  
 

Ergebnisse sind sortiert nach F1-Maß über alle Klassen. Doppelte Zeilen wurden 

entfernt (zum Beispiel Ergebnisse für UPB BERT für Experiment A und C). 

experi
ment system 

offense 
precisi

on 
offense 
recall 

offense 
f1-

score 

other 
precisi

on 
other 
recall 

other 
f1-

score 
precisi

on recall f1-
score 

A majority 0.7186 0.7082 0.7134 0.8636 0.8695 0.8665 0.7911 0.7889 0.7900 

A weighted_f1-
score 0.7186 0.7082 0.7134 0.8636 0.8695 0.8665 0.7911 0.7889 0.7900 

A weighted_pr
ecision 0.7186 0.7082 0.7134 0.8636 0.8695 0.8665 0.7911 0.7889 0.7900 

A weighted_re
call 0.7186 0.7082 0.7134 0.8636 0.8695 0.8665 0.7911 0.7889 0.7900 

B majority 0.7137 0.5680 0.6326 0.8145 0.8928 0.8519 0.7641 0.7304 0.7422 

B weighted_f1-
score 0.7926 0.4216 0.5505 0.7769 0.9481 0.8540 0.7848 0.6849 0.7022 

B weighted_pr
ecision 0.7926 0.4216 0.5505 0.7769 0.9481 0.8540 0.7848 0.6849 0.7022 

B weighted_re
call 0.7926 0.4216 0.5505 0.7769 0.9481 0.8540 0.7848 0.6849 0.7022 

C weighted_pr
ecision 0.7910 0.5773 0.6675 0.8235 0.9282 0.8727 0.8072 0.7528 0.7701 

C majority 0.7702 0.5907 0.6686 0.8264 0.9170 0.8694 0.7983 0.7539 0.7690 

C upb 0.6626 0.7247 0.6923 0.8645 0.8263 0.8450 0.7635 0.7755 0.7686 

C TUWienKBS 0.6973 0.6649 0.6807 0.8457 0.8641 0.8548 0.7715 0.7645 0.7678 

C FoSIL 0.6673 0.7010 0.6838 0.8559 0.8355 0.8456 0.7616 0.7683 0.7647 

C weighted_f1-
score 0.8276 0.5196 0.6384 0.8076 0.9491 0.8726 0.8176 0.7343 0.7555 

C weighted_re
call 0.8365 0.4959 0.6227 0.8009 0.9544 0.8709 0.8187 0.7251 0.7468 

C hshl 0.6800 0.6134 0.6450 0.8261 0.8641 0.8447 0.7530 0.7388 0.7448 

C HAU 0.5920 0.6103 0.6010 0.8139 0.8020 0.8079 0.7029 0.7062 0.7045 

C FraunhoferS
IT 0.5846 0.6093 0.5967 0.8124 0.7962 0.8042 0.6985 0.7027 0.7004 

C fkie 0.6088 0.4124 0.4917 0.7599 0.8753 0.8135 0.6844 0.6438 0.6526 

C rgcl 0.8279 0.3124 0.4536 0.7497 0.9694 0.8455 0.7888 0.6409 0.6496 

C HUIU 0.6476 0.3144 0.4233 0.7402 0.9195 0.8202 0.6939 0.6169 0.6217 
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